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摘要

众所周知，深度线索对视觉感知非常有用。然而，
直接测量深度往往是不切实际的。幸运的是，当前基
于深度学习的方法可以通过推理提供有质量保证的
深度图。在这项工作中，本文利用物体在三维空间中
的 “凸显”先验，将这种深度预测模型用于物体分割。
“凸显” 是一个简单的构成先验，假设物体位于背景
表面。这种构成先验允许本文对三维空间中的物体
进行建模。更具体地说，本文调整预测的深度图，以
便仅使用三维信息就能定位物体。然而，这种分离需
要有关接触面的知识，于是本文使用分割掩膜的弱
监督来学习这些知识。本文利用接触面作为中间层
的表示，从而对物体进行纯三维推理，这使本文能够
更好地将深度知识转化为语义。该文章所提出的适
应方法仅需要一个提前训练好的深度预测模型，而
不需要用于训练的源数据，使得学习过程高效实用。
本文在两个挑战性任务（即显著性物体检测和伪装物
体检测）的 8个数据集上进行了实验，实验结果一致
证明了本文的方法在性能和普适性方面的优势。源代
码请参见https://github.com/Zongwei97/PopNet。

1. 引言

众所周知，场景的三维知识是可以对视觉感知
任务起到重要的补充作用 [12,15,54,64,88]。但在实
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图 1. 使用物体凸显（object pop-out) 先验进行深度到语义
的转换。对于输入的 RGB 图像和无源深度图像对，本文学
习接触表面（contact surface）。然后，使用获得的接触表面
来将物体和背景分开，从而得到伪语义信息用于监督学习。

际应用中，视觉感知往往只能通过二维图像来实现。
给定多幅图像后，可以使用结构-运动技术来恢复三
维几何图形 ( [24, 39, 53, 83]。然而，当只有一张图
像可用时，这种反演方法就不再适用。在这种情况
下，通常使用基于学习的方法能将图像反演为深度
图 [13, 43, 48, 49, 62], 这些方法在最近几年取得了巨
大的成功。遗憾的是，因跨域泛化能力不足，这些方
法可能无法提供高质量的深度图。

尽管泛化能力较差，但在一个领域获得的知识
被证明在其他相近的领域中是有用的。这种效用通
过执行所谓的域自适应（DA）来加以利用 [2, 3, 6,
51,58,86]。事实上，最近的研究表明，DA 方法可以
仅使用预测模型有效地传递知识，即无需访问模型
训练所用的数据，这也被称为无源域自适应（SDA）
[23,26,37,69,75]。SDA 方法因其高效性和隐私保证
而备受关注。

大多数现有的无源域自适应（SDA）方法都隐
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图 2. 使用本文的方法在 F-measure 中获得的性能与已建立的基线相比。本文的方法（▲,■）在 8 个数据集和 2 个任务（每个
任务在 4 个数据集上–SOD：左边两个；COD：右边两个）上显著提高了基线。本文还比较了 24 种方法 (•)，在这些方法中，
本文的方法提供了最先进的结果，尽管它们的任务各有特点。请注意，所有方法都用线连接起来，以说明它们在不同数据集上
的性能波动。请参考表 1。更多细节和讨论请参考表 2和章节 4.3。

含了以下一种或两种假设：(a) 在目标域上存在与
源域相似的监督任务 [26, 73, 75]；(b) 目标域的离散
（且已知）标签空间 [25, 27, 34, 69]。前一假设不仅使
得源域和目标域更容易进行比较，而且可能使得这
两个域更加接近。后一假设允许通过自训练来进行
SDA，其中离散的标签有助于对模型的置信度进行
推理。然后，通过增强目标域上某些可靠示例的置
信度来执行自训练。

本研究旨在实现无源深度知识的目标检测传递。
这种传递可以帮助通过深度线索定位物体，并在领
域差异存在的情况下利用深度知识。所涉及的问题
设置与标准无源域自适应（SDA）方法有所不同，具
体体现在：(a) 源域和目标域任务的差异；(b) 深度
的连续标签空间。这些与标准 SDA 方法的差异使得
本文面临的任务非常具有挑战性，在本文目前的知
识范围内，本文首次解决了这个问题。为了解决这个
具有挑战性的问题，本文依靠 “物体凸显（pop-out）
” 先验，该先验允许本文直接在 3D 空间中推理物体
的位置。“物体凸显” 是一个简单的组合先验, 即假
设物体位于背景表面之上。图 1对 “物体凸显” 先验
进行了图形化说明。

Kang 等人在 [22] 中成功地使用了用于图像合
成的“凸出先验”。Treisman 的早期工作对这种先
验 [59] 进行了深入研究。在这项工作中，本文依赖
于这些工作的相同组成基础，并在跨领域转移深度
知识之前利用了凸出的表现形式。尽管本文的研究
动机来自于这些早期研究，但本文的实验设置在很
大程度上不同于这些研究。不同之处不仅在于跨域

深度知识转移（任意源数据），还在于仅使用语义进
行目标监督。

本文提出的方法利用任意来源的深度将其映射
到一个空间中，在该空间中，物体在深度层面相对于
背景中更加突出。本文通过学习物体与背景之间的
接触表面进行物体与背景分离。这种分离使模型能
够得出语义掩码，可直接与真值进行比较，以进行
监督。通过对目标的监督，本文可以最大限度地缩
小源和目标之间在领域和任务方面的差距，如图 3，
本文首先利用物体突出网络鼓励物体从任意来源的
深度中突出出来。然后，本文引入另一个网络，即带
有接触表面的分割网络，来定位物体并预测接触表
面。这些学习模块以端到端的方式进行联合训练，将
任意来源的深度转换为适应目标任务（即物体检测）
的中间表示。为了评估所提出的方法，本文在两个
具有挑战性任务的八个数据集上进行了详尽的实验，
分别是显著物体检测和伪装物体检测。在这两个任
务中，本文提出的方法显著改进了基线模型，并同
时取得了最先进的结果，其概览如图 2 所示。该文
的主要贡献如下:

• 本文所面临的跨领域和跨任务的任意源深度知
识转移问题既实用又新颖。

• 本文的方法依赖于本文的” 凸出先验” 来实现视
觉理解，这种方法简单而有效。

• 本文的方法在两个不同任务中的结果明显优于
基线和现有模型。
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图 3. 本文提出的框架被称为 PopNet，由一个任意源网络、一个目标凸出网络、一个接触面分割和一个物体分离模块组成。任
意源深度网络以现成的方式生成伪深度（第3.1节）。目标凸出网络将任意源深度转换为目标的凸出深度，弥补了跨领域和跨任
务的差距（第3.2节）。分割网络使用这个深度来估计物体的遮罩和接触面（第3.3节）。然后，物体分离模块利用接触面（第3.4节）
将凸出深度转换为物体的第二个掩码。本文将两个语义掩码与地面实况进行比较，以端到端的方式对整个管道进行监督。

2. 相关工作

无源适应（Source-free Adaptation）：最近，由于隐
私、实用性和高效性等原因，不需要访问源数据的
域自适应知识传递方法引起了广泛的关注 [1, 23, 26,
37,69,75]。本文观察到，对于通过多阶段训练在各种
数据集上学习的现成知识模型（如 Monodepth [13]
和 Midas [49]）来说，为了转移深度知识，访问源数
据尤其不切实际。现有的无源自适应方法通常使用
生成模型 [26,27,32]、伪标签 [23,35,61] 或其他定制
方法 [52,74]。本文使用了基于伪标签的方法。然而，
使用现有方法并不直接，因为源域和目标域之间的
任务存在差异。但通过本文提供的” 凸显” 技术，本
文可以获得伪语义信息，从而更好地在任务之间传
递任意来源的深度。

显著性目标检测 (SOD): 显著性检测的目的是检测
和分割图像中在视觉上最能吸引人类注意力的区域。
大量研究表明，显著性可以作为不同视觉任务的辅
助步骤，例如物体跟踪、物体检测等。传统的显著
性工作是单模态的，即只需要 RGB 图像作为输入。
在普通场景中，基于 RGB 的模型 [36, 68, 81] 已经
取得了非常可喜的成果。最近，一些工作 [10,18,47,
63, 65, 85, 89] 利用深度图作为三维几何的额外线索，
因为深度可以提供更真实的物体边界信息以及尺度
感知。这些三维特征进一步提高了在具有挑战性的

场景中的检测精度和性能 [20, 31,66,77]。

伪装目标检测 (COD): 伪装检测的目的是在图像中
发现隐藏的物体。在计算机视觉领域，主要的工作、
[9, 30, 45] 经常将 COD 与 SOD 进行比较。一些研
究表明，简单地在 COD 上扩展 SOD 模型会导致
不理想的结果，这主要是由目标对象的性质所引起
的，即目标对象的隐蔽性或突出性。因此，为了将
注意力限制在隐蔽物体上，一些研究提出了不同的
感知系统来模仿人类对伪装物体的行为，例如三阶
段定位-分段-排序策略；迭代细化 [19]，类似于反
复观察图像；放大到可能的区域 [45, 56]。其他工
作 [16, 38, 57, 79, 80, 87, 90, 91] 借助梯度 [16] 深入探
索纹理差异、频率 [87]、边缘 [57,90] 和概率 [30,72]
深入探索纹理差异。

最新的心理学研究 [5,7] 表明，人类感知可以自
然地从深度线索中获益来理解场景：（A）物体内部
的平滑变化有助于减轻假边缘并保留物体结构；（B）
物体边界上的深度不连续性可以使分割更容易。受
这些观察结果的启发，本文旨在探索 SOD 和 COD
任务中的任意来源的深度。为了解决任意来源深度
图的领域空白问题，本文建议以端到端的方式，在
自监督损失和弱语义监督的情况下，联合微调任意
来源的深度和语义网络。
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3. 所提出的 PopNet

给定一个大小为 I ∈R3×H×W 的输入 RGB 图像，
其中 H 和W 分别是图像的高度和宽度，本文的目标
是预测用于目标检测的语义掩膜 S̃ ∈ RH×W。如图 3
所示，首先将输入图像 I 输入到一个冻结权重的深
度网络，生成无源深度 Ds f ∈RH×W （第 3.1 节）。然
后，将模拟的多模态图像一起输入深度凸显网络，计
算中间的凸显深度 Dpo ∈ RH×W （第 3.2 节）。这个
中间表示以及 RGB 图像 I 之后会被送入分割网络，
并转换为接触表面 Dc ∈RH×W 和语义预测 S̃ ∈RH×W

（第 3.3 节）。一方面，语义预测直接受到真实掩膜
GT（记为 G）的监督，这类似于传统的分割监督。另
一方面，本文进一步探索接触表面，通过提出的物
体分离模块（第 3.4 节）将物体从背景中凸显出来。
这将几何线索转换为伪语义信息，并提供另一层次
的监督。

3.1.任意来源的深度网络

在实际应用中，GT深度并不总是可用的。因此，
本文以现成的方式生成任意来源的深度 Ds f，以模拟
多模态输入。本文选择了最先进的 DPT模型 [48]并
冻结其权重作为本文的深度预测网络。这种选择是
基于它的泛化能力 [49]。为了通过增强局部细节获
得最高质量的深度图，本文将增强方法 [43] 与 DPT
结合使用。尽管基于深度学习的方法取得了可信的
结果，但由于领域差距，获得的任意来源的深度并
不总能提供高质量的几何线索。因此，本文利用几
何先验和语义先验来共同微调任意来源的深度。

3.2.目标凸出网络

网络结构: 本文构建了一个深度凸显网络来对任意
源深度进行细化/平滑。深度凸显网络采用编码器-解
码器设计，使用跳跃连接，如图 4所示。本文将 RGB
图像和无源深度简单地在输入端融合，形成一个 4
通道输入，然后将其输入深度凸显网络。编码器提
取语义线索并生成五个尺度的输出。本文的解码器
由 Conv2D、BN、ReLU 和上采样层组成。类似于
U-Net [50]，本文通过简单的加法构建了一个连接。
结构保持: 为了监督本文的凸显网络，本文首先利用

𝐷𝐿ௗ

𝐎𝐛𝐣𝐞𝐜𝐭 𝐏𝐨𝐩𝐩𝐢𝐧𝐠 𝐍𝐞𝐭𝐰𝐨𝐫𝐤

𝐿

𝐺𝑇𝐷

𝐷௦

𝐂𝐨𝐧𝐯; 𝐁𝐍; 𝐑𝐞𝐋𝐔

𝐼

𝐿௪௧௩

图 4. 本文的目标凸出网络将 RGB-D 输入映射到凸出深度。
该网络分别使用结构保留、局部深度平滑和深度边缘锐化损
失 Ldep 、Lloc 和 Lwtv 进行监督。

生成的伪深度辅助深度细化。这里本文仅使用结构
相似性，因为本文的目标是检测、保持和提取物体
结构。本文使用以下 SSIM 损失 [13] 来衡量结构相
似性。

Ldep = SSIM(Dpo,Ds f ). (1)

局部深度平滑: 除了伪深度监督外，本文还结合了语
义和几何先验提出了两种约束深度的损失方法。本
文假设物体的结构应该与背景区分开，即在物体区
域内应该是平滑的，在边界像素处应该是锐利的。因
此，本文提出了利用弱语义线索和几何先验的方法。
具体来说，本文首先引入了局部平滑损失。局部性
由地面真实语义 G 定义。在技术上，本文通过元素
级乘法将背景像素屏蔽，以通过 Dob j = Dpo⊗G抑制
非活动区域。设 ∇x 和 ∇y 为 Sobel 操作。那么，本
文的局部损失 Lloc 表示为：

−−→
n(p) = (−∇x(Dob j(p)); −∇y(Dob j(p)); 1);

Lloc = ∑
p

∑
q∈N(p)

1− cosine(
−−→
n(p);

−−→
n(q)),

(2)

其中 overrightarrown 表示法线，p 表示目标区域内
的像素，N(p) 表示相邻像素，cosine 表示两个向量
之间的余弦相似度。这样，本文的局部损失只作用
于对象区域，使得对象结构在目标区域内保持一致。
应用局部平滑度损失可以减少对象层面的深度噪声。

深度边缘锐化：除了局部平滑损失，本文还使用了
边缘锐化。边缘锐化损失被构造为加权总变差。为
此，本文首先计算了任意像素 p 处的边缘感知权重

4



w(p)，如下所示：

w(p) =

w0, if ∇x(G(p))2 +∇y(G(p))2 ̸= 0,

w0 + γ, otherwise,
(3)

其中 w0 是预先定义的非零权重，γ 是边界像素的附
加权重。在本文的设置中，本文选择 w0 作为边界
像素的归一化（按图像大小）计数，并设置 γ = 0.5。
本文采用平方形式，使得大梯度起到更重要的作用。
本文的加权总变差损失如下所示：

Lwtv = ∑
p

∑
q∈N(p)

w(p) · ||Dpo(p)−Dpo(q)||2. (4)

本文的加权总方差损失与传统的边缘损失不同。更
具体地说，与常用的图像梯度不同，本文的加权函
数依赖于语义边界。本文之所以使用语义边界而非
图像梯度，是因为本文希望在具有挑战性的条件下
进行物体检测，例如伪装物体。在这种情况下，图像
梯度可能会导致权重误导。乍一看，本文的损失函
数似乎与语义引导的深度估计方法 [4, 33, 70] 类似。
然而，[70] 使用的是 GT 深度，而 [4, 33] 使用的是
多帧监督。遗憾的是，在本文的设置中，这样的监
督是不可能的。同时需要注意的是，本文利用单视
角任意来源的深度，同时仅使用真实语义进行监督。
此外，尽管不同域之间存在不同，本文还是成功实
现了深度知识的转移。现有的基于深度和语义之间
正则化的算法也被证明对本文的算法有效。本文希
望强调，本文利用凸显先验的网络架构既不是显而
易见的，同时又是通用的和易于使用的。
用于监督目标凸出网络的总损失函数 Lpop 由以

下公式给出：

Lpop = Ldep +λ1 ·Lloc +λ2 ·Lwtv, (5)

where λ1 and λ2 are the hyperparameters.

3.3.接触面的分割

平滑性和边缘损失促进了对象结构的均匀化，
使其与背景区分开。现在，本文的目标是进一步增
加物体和背景之间的距离，使得物体结构能够凸显
出来。具体来说，本文使用一个 RGB-D 分割网络，

如图 5 所示。本文的分割网络的主要组成部分是一
个三流 RGB-D网络，并采用一些融合设计。在本文
的设置中，本文选择 [89] 作为基线，因为它是当前
RGB-D 显著性检测领域的最强方法之一。本文添加
了一个接触面头，用于学习接触表面的深度 Dc，其分
辨率与输入深度 Dpo 相同。接触面头由 ConvLayer
（Conv2D、BN、ReLU）和一个 Conv2D 组成。它首
先对特征图进行解码，然后将其转换为一个 1-D 的
深度图。

3.4.分割网络

在前面讨论的接触表面的基础上，本节中本文
的目标是将物体与背景分离开来。在这一点上，本
文假设接触表面前面的像素属于物体，其余像素属
于背景。这个假设能够将 3D 知识明确地转换为 2D
语义。
假设接触表面的预测深度为 Dc ∈ RH×W。本文

使用凸显深度 Dpo 和表面深度 Dc 得到伪语义 Ss，如
下所示：

Ss = sigmoid(σ · (Dpo −Dc)), (6)

其中 σ 是一个标量值，用于控制 sigmoid 函数的斜
率。在本文的实验中使用 σ = 10 来执行软阈值，模
仿二进制输出所需的硬阈值。这种软阈值有利于训
练所需的梯度反向传播。最后，本文用二元交叉熵
（BCE）最小化伪语义 Ss 和 GT 语义 G 之间的差距：

Lsep = BCE(Ss,G). (7)

3.5.总损失函数

本文的两个可训练模块，即目标凸出和分割网
络（图 3，都是以端到端的方式进行训练的。因此，
总体损失函数由三部分组成：深度凸出损失（depth
popping loss）Lpop、物体分离损失（object separation
loss）Lsep 以及来自 RGB-D 基线网络的传统语义损
失（conventional semantic loss）Lsem。用于训练的
总损失 Ltotal 由以下公式给出:

Ltotal = Lpop +α1 ·Lsep +α2 ·Lsem, (8)

其中 α1 和 α2 为超参数。
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表 1. RGB-D SOD 数据集的定量比较。↑（↓）表示越高（越低）越好。本文使用平均绝对误差 (M)、最大 F-measure(Fm)、
S-measure 度量 (Sm) 和最大 E-measure 度量 (Em) 作为评价指标。G.D. 代表 GT 深度，打叉代表使用伪深度，打勾代表使用
GT 深度。粗体表示最佳性能。

G.D. Public.
Dataset NLPR [46] NJUK [21] STERE [44] SIP [10]
Metric M ↓ Fm ↑ Sm ↑ Em ↑ M ↓ Fm ↑ Sm ↑ Em ↑ M ↓ Fm ↑ Sm ↑ Em ↑ M ↓ Fm ↑ Sm ↑ Em ↑

任意来源深度训练的 RGB-D 模型的性能
7 MM21 [82] DFM-Net .027 .909 .914 .944 .046 .903 .895 .927 .042 .906 .903 .934 .067 .873 .850 .891
7 T IP22 [60] DCMF .027 .915 .921 .943 .044 .908 .903 .929 .041 .909 .907 .931 .067 .873 .853 .893
7 CV PR22 [19] SegMAR .024 .923 .920 .952 .036 .921 .909 .941 .037 .916 .907 .936 .052 .893 .872 .914
7 CV PR22 [45] ZoomNet .023 .916 .919 .944 .037 .926 .914 .940 .037 .918 .909 .938 .054 .891 .868 .909
7 Ours PopNet .022 .925 .926 .956 .031 .931 .920 .949 .032 .922 .916 .947 .046 .911 .885 .926
使用 GT 深度训练的 RGB-D 模型的性能
3 T IP21 [84] BIANet .032 .888 .900 .930 .056 .878 .867 .898 .048 .898 .895 .918 .091 .816 .802 .847
3 T IP21 [31] HAINet .024 .920 .924 .956 .037 .924 .911 .940 .040 .917 .907 .938 .052 .907 .879 .917
3 T NNLS21 [10] D3Net .029 .904 .911 .942 .046 .909 .899 .927 .044 .902 .906 .925 .063 .880 .860 .897
3 ECCV22 [29] SPSN .023 .917 .923 .956 .032 .927 .918 .949 .035 .909 .906 .941 .043 .910 .891 .932
3 Ours PopNet .019 .927 .932 .963 .030 .936 .924 .952 .033 .924 .917 .947 .040 .923 .897 .937
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𝐷 𝐷
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图 5. 本文的分割网络使用了一个基本的 RGB-D 三流网络。
除了传统的语义头，本文还学习预测像素点的 接触面，以便
更好地将深度知识转换为语义。

备注：本文的损失函数以互补的方式发挥作用。Lpop

的作用类似于图像平滑中的平滑滤波器。它通过弱
语义标签的帮助，去除由于领域差异导致的深度响
应中的噪声，同时保持物体结构。因此，平滑的背景
变得不那么信息丰富，而物体区域变得均匀，使其
易于检测。这些功能有助于将任意源的深度转换为
凸显深度，达到本文期望的效果。这样的过程能将
物体置于背景表面之上，即使它们与摄像机和其他
干扰表面的距离可能较远。另一方面，Lsep 充分利
用了 “凸显”先验来从背景中分割出物体。在学习出
的接触面的帮助下，该损失将前景和背景拉向相反
的方向，从而增大了它们之间的距离。这种拉动导
致了一个类似二值化的掩膜，有效地弥合了几何知
识和语义之间的差距。最后，深度转换和学习的语
义都与地面真值进行比较，用于监督训练。

4. 结果

4.1.实验步骤

数据集准备: 为了更好地说明本文的方法的通用性，
本文在 SOD和 COD的各项基准上评估了本文的方
法的有效性。本文选择了四个广泛使用的 4个 RGB-
D SOD数据集：NLPR [46], NJUK [21], STERE [44],
and SIP [10],以及 4个广泛使用的 COD数据集：i.e.,
CAMO [28], CHAMELEON [55], COD10K [9], and
NC4K [40]。对于 SOD 数据集，本文使用 GT 深度
和任意来源的深度进行实验。本文遵循传统的训练
准则 [11,17,66,89]，使用 700幅 NLPR图像和 1485
幅 NJUK 图像进行训练。其余图像用于测试。对于
单模态 COD 数据集，本文同时比较了 RGB COD
模型和在相同任意来源的深度 Ds f 的 COD 数据集
上重新训练的 RGB-D SOD 模型。本文遵循传统的
训练/测试准则 [8, 9, 19, 40, 45]，使用来自 COD10K
的 3,040幅图像和来自 CAMO的 1,000幅图像进行
训练。其余用于测试。

评价指标: 本文用四个公认的指标来评估性能：平均
绝对误差 (M)、最大 F-measure(Fm)、S-measure(Sm)
和最大 E-measure(Em)。所有分割掩码都是从官方资
源中重新训练或下载的。为了进行公平的比较，本
文使用标准化的评估方法 [89]对预测语义进行评估。

实施细节: 本文的模型是基于 Pytorch和 V100 GPU

6
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图 6. 显著场景的定性比较. 在都使用真实深度的情况下，本
文的模型表现的任何其他的方法都好。

实现的。本文使用 Adam 算法作为优化器。学习率
初始化为 1e−4，每 60 个 epochs 除以 10。本文将
RGB 和深度的输入分辨率设置为 352×352。表3中
提供了与更高分辨率的详细对比。在训练过程中，采
用了随机翻转、旋转和边界剪切等传统的数据增强。
在 200 个 epochs 中，RGB-SOD 任务的训练时间约
为 12 小时，COD 任务的训练时间约为 24 小时。

4.2.对比

与 RGB-D SOD 模型的比较: 本文在表1中列出了使
用本文的任意来源的深度或 GT 深度的 SOD 基准
性能。可以看出，与许多采用 GT深度的 RGB-D模
型相比，本文的任意来源深度模型取得了非常有竞
争力的性能。本文采用GT深度的方法也优于 SOTA
方法。显著性检测的例子可以在图 6中找到。关于多
对象的更多讨论请参见表6。请注意，本文还在 SOD
数据集上仅使用 RGB 图像重新训练了 SOTA 单模
态 COD 模型 SegMAR [19] 和 ZoomNet [45] 。本
文的结果表明，本文的任意来源深度模型优于这些
模型，这表明本文的方法可以在不同的任务中更好
地通用，并获得更好的性能。

与 COD 模型的比较: 本文在表2中列出了最具竞争
力的 SOTA 方法的性能，包括特定任务的 COD 模
型以及经过重新训练的任意来源的深度的 RGB-D
SOD 模型。为了进行公平比较，本文对所有 RGB-
D 方法、SegMAR [19], and ZoomNet [45] 进行了
重新训练，并在与本文相同分辨率的图像上进行了
端到端训练。一些纯 RGB 方法的性能甚至优于许
多 RGB-D 方法，这主要是由于其针对特定任务的

COD 设计以及缺乏 RGB-D 方法所需的地面实况深
度。值得注意的是，传统纯 RGB COD 方法在 SOD
任务中表现不佳。请参考表1 和 3。可以观察到这些
方法在跨任务上的普适性较差。

更高的分辨率: 以往的研究表明，图像分辨率可能会
影响模型的性能 [41,45,71,80]。例如，当前的 SOTA
COD 方法 ZoomNet [45] 的主尺度为 3842，意味
着其最高分辨率为 (384× 1.5)2 = 5762，因为它在
0.5×,1×, and 1.5× 尺度上运行。为了进行公平的比
较，本文用与相同的分辨率 (3522 or 5122) 重新训练
模型。在表3-ZoomNet 中显示，其结果正如预期的
那样有所恶化。与这些方法相比，本文的方法在准
确性和效率之间进行了很好的权衡。关于 SOD 和
COD 基准的更多比较，请参见补充材料。
定性比较: 图 7展示了本文的网络在具有挑战性的情
况下的输出结果。可以看出，在处理被薄物体遮挡
的物体时（1st − 4th 行），本文的方法能够准确推理
出更接近 GT 的分割掩模。本文在处理多个物体时
也取得了更好的性能（最后一行）。

4.3.消融实验

损失: 在本节中，本文将进行实验来分析所提出的损
失的有效性。表 4提供了不同损耗组合的定量结果。
可以看出，所提出的每种损失都表现良好，与基线
相比性能有所提高。关于超参数的更多讨论和消融
研究可参见补充材料

作为插件的目标凸出网络: 本文的目标凸出网络可
以很容易地适应不同的编码器和不同的现有 RGB-
D模型。例如，使用 ResNet-18 [14]编码器和基于卷
积的解码器，本文的凸出模型只需花费大约 12.7M
的额外学习参数或 48.7MB 的模型大小。本文在
表5中显示，与基线相比，本文的方法能够以不到
10%GFlops 的额外成本有效提高性能。
减少训练数据下的凸出: 在这里，本文对使用任意来
源深度的优势进行分析。本文通过减少训练数据来
进行不同的实验。如图8(左)所示，当本文的 PopNet
和 RGB基线模型都使用所有数据进行训练时，本文
的 PopNet 在 COD10K 数据集上的最大 F-measure
和 S-measure 分别提高了 5.6% 和 3.9%。如果本文
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表 2. COD 数据集的定量比较。Pseudo 代表 RGB-D 方法使用了伪深度。

Pseudo Public.
Dataset CAMO [28] CHAMELEON [55] COD10K [9] NC4K [40]
Metric M ↓ Fm ↑ Sm ↑ Em ↑ M ↓ Fm ↑ Sm ↑ Em ↑ M ↓ Fm ↑ Sm ↑ Em ↑ M ↓ Fm ↑ Sm ↑ Em ↑

RGB COD 模型的性能
7 CV PR20 [9] SINet .099 .762 .751 .790 .044 .845 .868 .908 .051 .708 .771 .832 .058 .804 .808 .873
7 CV PR21 [40] SLSR .080 .791 .787 .843 .030 .866 .889 .938 .037 .756 .804 .854 .048 .836 .839 .898
7 CV PR21 [76] MGL-R .088 .791 .775 .820 .031 .868 .893 .932 .035 .767 .813 .874 .053 .828 .832 .876
7 CV PR21 [42] PFNet .085 .793 .782 .845 .033 .859 .882 .927 .040 .747 .800 .880 .053 .820 .829 .891
7 CV PR21 [30] UJSC .072 .812 .800 .861 .030 .874 .891 .948 .035 .761 .808 .886 .047 .838 .841 .900
7 IJCAI21 [56] C2FNet .079 .802 .796 .856 .032 .871 .888 .936 .036 .764 .813 .894 .049 .831 .838 .898
7 ICCV21 [72] UGTR .086 .800 .783 .829 .031 .862 .887 .926 .036 .769 .816 .873 .052 .831 .839 .884
7 CV PR22 [19] SegMAR .080 .799 .794 .857 .032 .871 .887 .935 .039 .750 .799 .876 .050 .828 .836 .893
7 CV PR22 [45] ZoomNet .074 .818 .801 .858 .033 .829 .859 .915 .034 .771 .808 .872 .045 .841 .843 .893
使用任意来源的深度重新训练的 RGB-D 模型的性能
3 MM21 [77] CDINet .100 .638 .732 .766 .036 .787 .879 .903 .044 .610 .778 .821 .067 .697 .793 .830
3 CV PR21 [17] DCF .089 .724 .749 .834 .037 .821 .850 .923 .040 .685 .766 .864 .061 .765 .791 .878
3 T IP21 [31] HAINet .084 .782 .760 .829 .028 .876 .876 .942 .049 .735 .781 .865 .057 .809 .804 .872
3 ICCV21 [78] CMINet .087 .798 .782 .827 .032 .881 .891 .930 .039 .768 .811 .868 .053 .832 .839 .888
3 ICCV21 [89] SPNet .083 .807 .783 .831 .033 .872 .888 .930 .037 .776 .808 .869 .054 .828 .825 .874
3 T IP22 [60] DCMF .115 .737 .728 .757 .059 .807 .830 .853 .063 .679 .748 .776 .077 .782 .794 .820
3 ECCV22 [29] SPSN .084 .782 .773 .829 .032 .866 .887 .932 .042 .727 .789 .854 .059 .803 .813 .867
3 Ours PopNet .073 .821 .806 .869 .022 .893 .910 .962 .031 .789 .827 .897 .043 .852 .852 .908

Image GT Ours ZoomNet UGTR UJSC C2FNet PFNet MGL-R SLSR SINet
图 7. 伪装定性比较. 与其他方法相比，本文的方法能够更好地保留对象结构，尤其是在处理有遮挡的对象时（(1st −4th 行）。本
文的方法在处理多个物体时表现良好（最后一行）。更好地放大。

表 3. 在 SOD 基准上对不同分辨率进行端到端比较。与
SOTA COD 模型相比，本文的任意来源的深度方法具有更
好的通用性。

Model Size
Flops NJUK [21] SIP [10]
(G) M ↓ Fm ↑ Sm ↑ Em ↑ M ↓ Fm ↑ Sm ↑ Em ↑

SegMAR [19] 3522 67.3 .036 .921 .909 .941 .052 .893 .872 .914
ZoomNet [45] 3522 167.8 .037 .926 .914 .940 .054 .891 .868 .909
Ours 3522 228.8 .031 .931 .920 .949 .046 .911 .885 .926
SegMAR [19] 5122 142.4 .035 .927 .914 .943 .050 .899 .878 .917
ZoomNet [45] 5122 353.4 .036 .926 .915 .942 .052 .895 .873 .910
Ours 5122 484.0 .031 .933 .922 .951 .044 .911 .890 .927

的 PopNet 仅使用 25% 的数据进行训练，与本文使
用所有数据训练的基线相比，它仍然能够实现具有
竞争力的性能。在 NC4K 数据集上也可以观察到类
似的现象，如图8（右）所示。总之，本文的方法可
以有效地探索几何先验，并显著减少所需的训练数

表 4. 所提出损失的消融研究.

Ldep Lloc Lwtv Lsep
SIP [10] NC4K [40]

M ↓ Fm ↑ Sm ↑ Em ↑ M ↓ Fm ↑ Sm ↑ Em ↑
- - - - .048 .903 .884 .922 .052 .832 .832 .893
3 - - - .046 .907 .889 .925 .051 .833 .839 .895
- 3 - - .045 .908 .893 .929 .048 .837 .844 .898
- - 3 - .046 .906 .891 .927 .050 .833 .841 .894
- - - 3 .043 .914 .893 .933 .048 .840 .848 .900
3 3 - - .044 .911 .893 .928 .049 .837 .844 .897
3 - 3 - .046 .909 .893 .927 .046 .840 .845 .898
3 - 3 3 .040 .918 .897 .935 .045 .848 .849 .904
3 3 - 3 .042 .916 .894 .931 .044 .850 .850 .906
3 3 3 3 .040 .923 .897 .937 .043 .852 .852 .908

据量。
与基线相比的增益: 如图所示，通过深度线索，本
文在 3125 幅图像和 4121 幅图像（∼75% 的情况下）
中提升了性能。表 6还显示，本文的网络在处理单个
或多个对象时的表现优于基线。当任意来源的深度
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表 5. 不同 RGB-D 基线的通用性和成本。
Dataset Flops Param SIP [10] NC4K [40]
Metric (G) (M) M ↓ Fm ↑ Sm ↑ Em ↑ M ↓ Fm ↑ Sm ↑ Em ↑

HAINet [31] 363.2 59.8 .053 .899 .874 .919 .057 .809 .804 .872
+ Ours 373.7 72.5 .051 .910 .886 .923 .055 .814 .811 .878
SPNet [89] 149.0 150.4 .044 .911 .887 .914 .054 .828 .825 .874
+ Ours 159.5 163.1 .042 .917 .894 .932 .044 .851 .851 .905
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图 8. 本文的方法在减少训练数据方面的优势。当本文的网
络仅使用 25%的数据进行训练时，其性能与基线相比仍然具
有竞争力，与使用所有数据训练的基线相比，在 NC4K 上的
绝对性能提升为最大 F-measure+0.4%，S-measure+0.1%。

Depth contributes to 
3125 over 4121 images 

Histogram of Gain over Our RGB Baseline on NC4K Dataset

Abs. Gain (%) on max E-measure

D
en

sit
y

RGB Depth

Baseline Ours

GT 
Mask

图 9. 增益直方图。请放大查看详情。

表 6. 在 NC4K [40] 上的多目标性能（大小为 5122)。
Obj. Nbr. (%) Single (92%) Two (6%) More (2%) Overall
Metric M ↓ Fm ↑ M ↓ Fm ↑ M ↓ Fm ↑ M ↓ Fm ↑
RGB Baseline .054 .828 .067 .811 .091 .738 .056 .825
+ Ds f .050 .842 .063 .821 .093 .746 .051 .839
Ours .040 .864 .051 .847 .079 .767 .042 .861

为无线索时，本文的方法可能会失败。这种情况主
要发生在物体被很好地隐藏起来，从而骗过了深度
预测网络。然而，这种情况也是非常有挑战的，甚至
对人类来说也是如此。

RGB-D方法比纯 RGB方法更好吗？在有 GT深度
的情况下，RGB-D 方法确实优于纯 RGB 方法。然
而，只有少数 RGB-D方法可以从任意来源的深度中
获益。例如，如表 7所示，当使用任意来源的深度训
练时，DASNet [85] 与 RGB 基线相比性能较差。同

表 7. 使用 RGB-Ds f 模型与仅使用 RGB 基线的性能对比.
Ds f 代表任意来源深度.
Dataset COD10K [9] NC4K [40]
Metric M ↓ Fm ↑ Sm ↑ Em ↑ M ↓ Fm ↑ Sm ↑ Em ↑
DASNet [85] .041 .643 .793 .864 .055 .747 .830 .879
+ Ds f .041 .642 .796 .858 .055 .743 .830 .874
SPNet [89] .040 .743 .801 .867 .052 .846 .833 .883
+ Ds f .037 .776 .808 .869 .054 .828 .825 .874

样，即使是 SOTA RGB-D 模型之一的 SPNet [89]，
在 NC4K 数据集上仅使用 RGB 输入时的性能也
优于使用额外的任意来源的深度输入时的性能。此
外，当提供任意来源的深度时，现有的 RGB-D 方
法在 COD 上的表现都不如表现最好的纯 RGB 方
法（e.g., ZoomNet [45]）。在 SOD 上也有同样的观
察结果。这可能是由于领域差距和融合设计等原因
造成的。本文还发现，将性能最好的纯 RGB方法扩
展到 RGB-D 情况并非易事。本文希望强调，提出
的 PopNet 在任意来源深度图或 GT 深度图情况下
的表现优于所有现有的纯 RGB 和 RGB-D 方法。

5. 结论

本文成功地展示了通过仅使用源模型的跨领域
跨任务深度到语义知识传递的一个案例。在本文中，
本文利用给定源模型提供的目标的无源深度。所提
出的方法通过物体的凸显先验来学习从深度到语义
的知识传递。本文通过设计一种新颖的网络架构来
帮助本文的网络使用这种先验。设计的网络通过从
提供的深度图中将物体凸显出来再进行推理。然后，
通过学习的接触面将物体与背景分离。本文展示了
通过目标语义成功监督物体凸显和接触表面的联合
学习。在 SOD 和 COD 基准测试上进行的详尽实验
显示了深度知识成功地传递到目标领域，表现出了
提高的性能和泛化能力。
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