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Abstract 基于 RGB 图和深度图的显著性目标检测
(SOD) 吸引了越来越多的研究兴趣。现有的 RGB-D
显著性模型通常采用融合策略，从 RGB 图和深度图
中学习共享表征，但是很少有方法明确考虑如何保留
模态的特定特征。本文的研究提出了一个新的框架，
即属性特征保留网络 (Specificity-preserving Network，
SPNet)，它通过探索共享信息和模态的特定属性来
提高显著性检测的性能。具体来说，本文使用了两个
特定模态网络和一个共享学习网络来生成特定和共
享的显著性预测图。为了有效融合共享学习网络中
的跨模态特征，本文提出了一个交叉增强融合模块
（Cross-enhanced Integration Module，CIM），它将融
合后的特征传播到下一层来融合跨层级信息。此外，
为了捕获互补的丰富多模态信息，本文使用了多模
态特征聚合模块 (Multi-modal Feature Aggregation,
MFA) 将单个解码器生成的特定模态特征集成到共
享解码器中，进而提高显著性检测的性能。本文使
用跳跃连接将编码层和解码层之间的分层特征充分
地联合。在六个公开的 RGB-D 显著性检测基准和三
个伪装目标检测基准数据集上的大量实验表明，本
文的 SPNet 优于前沿方法。该项目可在此处获得：
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1 引言

显著性目标检测（Salient Object Detection, SOD,
也称为显著性检测）旨在模拟人类视觉注意力机制并
在给定场景中定位最具视觉区分性的目标 [61]。显著
性目标检测已经广泛应用于多个视觉相关的任务，例
如图像理解 [109]、动作识别 [67, 71]、视频/语义分
割 [71, 77]以及行人重识别 [95]。尽管已经取得了重大
进展，但是在许多具有挑战性的场景中准确定位显著
性目标依旧具有挑战性，比如背景杂乱、低对比度照
明条件下的场景，以及显著性目标与背景相似的场景。
最近，随着智能设备中深度传感器的广泛使用，深度
图被引入来提供几何和空间信息，从而提高显著性检
测的性能。因此，融合 RGB 图和深度图在显著性目
标检测领域 [5, 21, 24, 42, 52, 86, 87, 99, 102] 获得了
越来越多的关注，而自适应融合 RGB 信息和深度图
是一项具有挑战性的任务。
在过去的几年中，许多 RGB-D 显著性检测方法被
提出。这些方法通常关注如何有效地融合 RGB 图和
深度图。现有的融合策略可以分为早期融合、后期融
合和中间融合。早期融合策略通常采用简单的串联
方式来整合两种模态。例如 [53, 61, 68, 72, 79] 直接
将 RGB 图和深度图整合在一起，形成四通道的输入。
然而，该类型的融合策略没有考虑两种模态之间的
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Fig. 1 现有的 RGB-D 显著性检测框架和本文的模型之间的比较。（a）RGB 图和深度图分别输入到两个独立的网络流，然后融合高层级特征并
输入到一个解码器中，来预测显著性图（例如 [3, 4, 28, 48]）。（b）使用辅助子网络将深度特征融合到 RGB 网络中（例如 [6, 22, 84, 94, 106]）。（c）
本文采用两个特定模态网络和一个共享学习网络来探索特定模态特征和共享信息。然后将特定模态解码器中学到的特征融合到共享解码器中，从而
提高显著性检测的性能。

分布差距，因而会导致特征融合的不准确。后期融合
策略使用两个并行的网络流为 RGB 信息和深度数据
生成独立的显著性图，并将其融合来获得最终的预测
图 [16, 27, 75]。但是，要捕捉这两种模态间复杂的相
互关系仍然具有挑战性。
最近的研究主要集中在中间融合策略上，它利用两
个独立的网络分别学习两种模态的中间特征，然后将
融合之后的特征输入后续的网络或解码器中（如图 1
（a） 所示）。其它方法则在多个尺度上进行跨模态融
合 [3, 4, 7, 28, 32, 33, 48]。因此，可以有效地利用两种
模态间复杂的关联性。进一步的方法是利用深度信息，
通过一个辅助子网络来增强 RGB特征 [6, 94, 106]（如
图 1(b) 所示）。例如，Zhao 等人 [94] 在基于 CNN 的
框架中通过引入对比度先验的方式来增强深度信息，
然后利用流体金字塔融合模块将增强的深度信息与
RGB 图的特征进行融合。Zhu 等人 [106] 先利用一个
独立的子网络来提取深度特征，然后再将其融入 RGB
网络中。上述方法主要侧重于通过融合特征的方式来
学习共享特征，然后使用解码器来生成最终的显著性
图。此外，如果基于深度信息的特征学习缺少具有监

督功能的解码器来指导 [94, 106]，网络可能就无法获
得最佳深度特征。从多模态学习的视角来看，许多工
作表明 [31, 54, 103, 105]，探索共享信息和模态的特
定属性可以提高模型的性能。然而，很少有 RGB-D
显著性检测模型能够明确地利用模态的特定属性。
为此，本文提出了一种新型的用于 RGB-D 显著性
检测的属性特征保留网络（称为 SPNet），它不仅可以
探索共享信息，还可以利用模态的特定属性来提高显
著性检测的性能。SPNet 使用两个编码器子网络来提
取两种模态的多尺度特征（例如 RGB 图和深度图），
同时提出一个交叉增强融合模块（CIM）来融合跨模
态的特征。然后，本文使用 U-Net [69] 结构来构建一
个特定模态的解码器，它使用跳跃连接来融合编码器
层和解码器层之间的分层特征。通过这种方式，就可
以在每个独立的解码器中学习强大的特定模态特征，
它能捕获特定模态属性来提供跨模态的互补性。此外，
本文还构建了一个共享解码器，它利用跳跃连接融合
之前多个交叉增强融合模块的分层特征。为了充分利
用模态的特定特征，本文提出了一个多模态特征聚合
模块（MFA）将这些模态特征融合到共享解码器中。
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最后，本文形成一个统一的、端到端的可训练的框架，
这个框架用共享信息和特定模态信息来提高显著性检
测的性能。本文的主要贡献概括如下：

• 本文为 RGB-D 显著性检测提出了一种保留属性
特征的新型网络（称为 SPNet），它可以从 RGB
图和深度图中探索共享信息，并保留模态的特定
属性。

• 本文提出了一个交叉增强融合模块（CIM）来融
合多模态的特征并学习两种模态的共享特征。然
后，每个 CIM 的输出被传播到下一层，以获取丰
富的跨层信息。

• 本文提出了一个有效的多模态特征聚合模块
（MFA）来融合学到的特定模态特征。它能充分利
用在特定模态解码器中学到的特征，来提高显著
性检测的性能。

• 在六个公共的 RGB-D 显著性目标检测数据
集和三个伪装目标检测（Camouflaged Object
Detection，COD）数据集上进行的实验结果表
明，本文的模型比其它前沿方法更有优势。此外，
本文还通过进行属性评价来研究许多最前沿的
RGB-D 显著性检测方法在不同挑战因素下的性
能（例如，显著性目标的数量，室内或者室外环
境，光照条件以及目标尺寸），先前的工作并没有
进行这种评价研究。

本文扩展了先前在 [104] 中的工作，具体包括如下
几个方面：

• 本文提供更多的讨论，包括（i）讨论了本文提出
的 CIM模块和现有融合策略之间的差异，（ii）讨
论了本文提出的 CIM 模块和 MFA 模块。

• 本文提供更多的细节，包括（i）现有的 RGB 显
著性目标检测方法；（ii）对整合多层次/多尺度特
征的重要性的讨论；（iii）对本文的评估指标进行
更好的描述。

• 本文通过消融实验和基于属性的评价，来验证共
享解码器的有效性，并且研究不同数量的 CIM模
块对性能的影响，同时还展示了本文的模型可以
有效地处理目标尺寸的变化。

• 本文将 SPNet 应用于一个新的 RGB-D 任务：伪
装目标检测，并且证明了本文的模型比现有方法
的优越性。

2 相关工作

本节回顾了与提出的模型相关性最高的三种类型的
工作，即 RGB 显著性目标检测、RGB-D 显著性目标
检测和多模态学习。

2.1 RGB 显著性目标检测
早期的显著性目标检测方法基于手工制作的特征和
各种显著性先验方法，例如背景先验 [110]、颜色对
比先验 [1]、紧凑性先验 [100] 以及中心先验 [36]。然
而，这些传统方法的普遍性和有效性是有限的。随着
深度学习在计算机视觉领域的突破，各种基于深度学
习的显著性目标检测方法已经被开发出来，并取得了
满意的成果。例如，Hou 等人 [30] 提出了一种新颖的
显著性目标检测法，这个方法将短连接引入跳跃层结
构，并将它们融入到整体嵌套的边缘检测器中。Wang
等人 [74] 提出了一种用于显著性目标检测的循环全
卷积网络框架，并取得了满意的结果。Liu 等人 [50]
提出将全局上下文和局部上下文模块分层嵌入到自
上而下的路径中，这个方法可以在每个像素的上下文
区域里产生注意力。Deng 等人 [13] 提出了一种带有
残差细化模块的循环残差细化网络，用来准确检测显
著性目标。更多的方法参见综述 [76]。尺度变化是显
著性目标检测任务中的一个关键挑战。因此，许多方
法 [60, 78, 89, 91] 提出来整合多层次多尺度特征来改
善显著性目标检测的结果。本文考虑了如何有效地结
合跨模态（RGB 和深度）特征，以及如何通过交叉增
强融合模块利用多层次信息。

2.2 RGB-D 显著性目标检测
早期基于 RGB-D 的显著性检测模型通常从输入的

RGB-D 数据中提取手工制作的特征。例如，Lang 等
人 [38] 率先在 RGB-D 显著性检测工作中利用高斯
混合模型对深度信息引导的显著性目标的分布进行建
模。此后，几种基于不同准则的方法被探索出来，例
如中心-周围差异法 [27, 37]、对比度法 [14, 61, 68]、
中心/边界先验法 [46, 108] 以及背景包围法 [23]。然
而，由于手工制作的特征表达能力有限，所以这些
方法的性能都不尽如人意。得益于深度卷积神经网
络（CNNs）的快速发展，最近一些基于深度学习的工
作 [21, 63, 66, 86, 94] 取得了满意的成果。例如，Qu
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Fig. 2 本文的 SPNet 架构图，本文的模型由两个模态的特定学习网络和一个共享学习网络组成。模态的特定学习网络用于保留了 RGB 图或深
度图的私有属性，而共享网络用于融合跨模态特征并探索它们的补充信息。采用跳跃连接来融合编码器层和解码器层之间的分层特征。把从特定模
态解码器中学习到的特征融合到共享解码器中，来提供丰富的多模态互补信息，从而提高显著性检测的性能。这里的“C”表示特征串联。

等人 [66] 使用 CNN 模型将不同的低层显著性线索融
合到分层特征中，提高了显著性检测的性能。Chen 等
人 [3] 提出了一个互补感知的融合模块来有效地融合
RGB 信息和深度图之间跨模态、跨层次的特征。Piao
等人 [63] 提出了一个深度信息引导的多尺度循环注意
力网络来增强跨模态特征的融合。Fan 等人 [21] 设计
了一个深度净化单元来去除那些低质量的深度图。其
它的大多数模型 [4, 7, 28, 41, 44, 48] 采用不同的融合
策略，在多个尺度上进行跨模态融合。

2.3 多模态学习

最近，多模态（或多视图）学习引起了越来越多的
关注，因为数据通常来自多个源域或者用不同类型的
特征来表示。一种传统策略是直接将这种多模态数据
的特征向量串联成一个长向量。然而，这策略可能无
法挖掘多模态数据之间复杂的相关性。因此，开发了
一些多模态的学习方法来有效地融合不同模态的互补
信息，以达到提高模型性能的效果。这些流行的方法
可以分为三种类型（i）联合训练法 [2, 15] 试图最大程
度地减少不同模态之间的分歧，(ii) 多核学习法 [26]
利用一组来自多模态的预定义核，并利用学到的核权
重整合这些模态，以及 (iii) 子空间学习法 [81, 85] 假
设存在一个由不同模态共享的潜在子空间，并且多种
模态可以源自一个潜在隐表示。此外，为了有效地融
合多模态数据，研究者们还探索了几种基于深度学习

的模型。例如，Ngiam 等人 [56] 提出的从音频和视频
输入的信息中学习共享特征的方法。Eitel等人 [17]分
别使用两个独立的 CNN 网络来处理 RGB 信息和深
度信息，然后使用后期融合网络将它们组合起来以实
现 RGB-D 显著性检测。此外，Hu 等人 [31] 提出了
一种可共享可独享的多视图学习算法，以探索多模态
数据的更多特性。Lu 等人 [54] 为跨模态的行人重识
别任务开发了一个共享的特定特征迁移框架。

3 本文方法

本节首先整体介绍 SPNet，然后描述模型中的两个
关键组件，即特定模态学习网络和共享学习网络，最
后提供整体损失函数。

3.1 概述

图 2 展示了基于属性特征保留网络的 RGB-D 显著
性检测框架。首先，将 RGB 图和深度图模态输入特
定双流学习网络，来获得它们的多级特征表示，然后
利用提出的 CIM 模块来学习它们的共享特征。其次，
分别采用特定解码器子网络和共享解码器子网络生成
显著性预测图。来自编码器网络的原始特征通过跳跃
连接被融合到解码器中。最后，为了充分利用从特定
模态解码器中学到的特征，本文提出了 MFA 模块将
这些特征融合到共享解码器。下面给出每个关键部分
的详细信息。
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Fig. 3 交叉增强型融合模块（CIM）的示意图。图中“C”、“+”、“×”
和“M”分别表示特征连接、元素相加、相乘和最大化。

3.2 模态特定特征学习网络

如图 2 所示，使用在 ImageNet 数据集 [70] 上预
训练过的 Res2Net-50 [25] 建立模态的特定网络。因
此，在 RGB 图和深度图的特定模态编码器子网络中
分别有五个多层级特征，即 FR = [fR

m 以及 FD =

[fD
m , m = 1, . . . , 5]。特定模态编码器子网络的输入
分辨率为 W × H。从而，第一层的特征分辨率为
(H/8) × (W/8)，其他分辨率为 (H/2m) × (W/2m)

（对于 m > 1）。第 m 层的通道特征数记为 Cm，其
中 Cm = [64, 256, 512, 1024, 2048]。得到高层级的特征
fR
5 和 fD

5 后，将它们送入模态的特定解码器子网络，
产生单独的显著性图。本文进一步利用 U-Net [69] 结
构来构建模态的特定解码器，其中编码器层和解码器
层之间的跳跃连接用于融合分层级特征。串联的特征
（只有解码器子网络第一阶段的 fR

5 或 fD
5 ）被输入给

感受野模块（RFB） [82] 来捕获全局上下文信息。模
态的特定学习网络能够通过保留特定属性来学习每种
模态有效且强大的私有特征。然后将这些特征融合到
共享解码器子网络中从而提高显著性检测的性能。

3.3 共享学习网络

3.3.1 结构
如图 2 所示，在共享学习网络中，本文方法通过融
合来自 RGB 图和深度图的跨模态特征来学习它们的
共享特征，并将这个共享特征输入共享解码器来生成
最终的显著性图。本文在编码器层和解码器层之间再
次采用跳跃连接，以融合分层级特征。本文还充分利
用了特定模态解码器学到的特征，并将这些特征融合
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Fig. 4 多模态特征聚合模块（MFA）的示意图。其中“C”、“+”和
“×”分别表示特征连接、元素相加和元素相乘。

到共享解码器中，以此提高显著性检测性能。

3.3.2 交叉增强融合模块
本文的 CIM 模块有效地融合跨模态的特征。将第

m 层的宽度、高度和通道数分别用 Wm、Hm 和 Cm

来表示。以 fR
m ∈ RWm∗Hm∗Cm 和 fD

m ∈ RWm∗Hm∗Cm

为例，本文使用卷积核大小为 1 × 1 的卷积层，将通
道数减少到 Cm/2 来进行加速。CIM 模块包括两部
分：跨模态特征增强部分和自适应特征融合部分。本
文首先使用交叉增强策略，通过学习两种模态的增强
特征来挖掘二者间的相关性。wR

m = σ(Conv3(f
R
m)) ∈

[0, 1] 以及 wD
m = σ(Conv3(f

R
m)) ∈ [0, 1], 具体而言，

如图 3 所示，把这两个特征送入一个具有 Sigmoid
激活函数的 3 × 3 卷积层，随后就得到归一化的特
征图，例如，wR

m = σ(Conv3(f
R
m)) ∈ [0, 1] 和 wD

m =

σ(Conv3(f
R
m)) ∈ [0, 1], 其中 σ 表示 Sigmoid 激活函

数。将归一化的特征图看作特征级的注意力图从而自
适应地增强特征表示以有效利用两种模态之间的相关
性。通过这种方式，可以使用一种模态的特征图来增
强另一种模态的特征图。为了保留每种模态的原始信
息，本文采用残差连接来融合增强的特征和原始特征。
因此，本文将两种模态的交叉增强特征表示如下：

fR′

m = fR
m + fR

m ⊗ wD
m,

fD′

m = fD
m + fD

m ⊗ wR
m,

(1)

其中，⊗ 表示元素相乘。
本文获得交叉增强的特征 fR′

m 和 fD′

m 之后的关键
任务就是有效地融合它们。许多策略可以用于融合不
同模态的特征，包括元素相乘和最大化。但是，对于
一些特定任务，尚不清楚哪种策略是最适合的。为了
利用不同策略的优势，本文采用了元素相乘和最大化，
然后将结果串联起来。具体来说，fR′

m 和 fD′

m 两个特

5



6 T. Zhou, H. Fu, G. Chen, Y. Zhou, and D.-P. Fan et al.

征首先被送入一个 3 × 3 卷积层以获得它们的平滑表
示，然后进行元素乘法和最大化。因此，可以得到：

pmul = BConv3(f
R′

m )⊗ BConv3(f
D′

m ),

pmax = max(BConv3(f
R′

m ),BConv3(f
D′

m )),
(2)

其中，BConv(·) 表示一连串顺序运算，它包括一个
3 × 3 的卷积紧接着是归一化和 ReLU 函数。然后本
文将结果串联为 pcat = [pmul, pmax] ∈ RWm×Hm×Cm，
并且通过 BConv3 操作得到 p1cat = BConv3(pcat)，最
后给这两部分进行自适应加权。此外，将得到的 p1cat
和第 (m− 1) 个 CIM 模块的输出 fS

m−1 进行串联，然
后将结果输入第二个 BConv3 进行运算。
最后，本文得到第 m 个 CIM 的输出 fS

m。注意，当
m = 1 时，不需要使用 1× 1 的卷积层来减少通道数。
特别是，在没有先前的输出 fS

m−1 也就是当 m = 1时，
就只需要将串联的特征输入到 BConv3 中进行运算。
本文的 CIM 模块可通过交叉增强的特征学习有效
地利用两种模态之间的相关性，并通过自适应加权方
法来融合它们。把融合后的特征表示 fS

m 传播到下一
层，来捕捉和融合跨层级信息。一些工作 [53, 61, 72]
通过整合 RGB 图和深度图形成四通道的输入（例如
使用级联操作），其它方法使用跨模态融合策略，例如
使用基于注意力的融合模块 [4, 7], 融合细化模块 (例
如使用求和模块) [48] 等。与这些方法不同，本文的
CIM 模块主要利用 RGB 图和深度图之间的相关性，
自适应地增强跨模态特征，得到一个融合的特征表示。

3.3.3 多模态特征聚合
为了充分利用在特定模态解码器中学到的特征，本
文提出了一个简单有效的 MFA 模块，该模块将那些
在特定模态解码器中学到的特征融合到共享解码器
中。具体来说，本文使用 gSm 表示共享解码器第 m 层
的共享特征，并且使用 gRm 和 gDm 表示在特定模态解
码器中学习的特定特征。如图 4所示，将 gRm 和 gDm 两
个特征与当前层的共享特征相乘，即 gRS

m = gSm ⊗ gRm
以及 gDS

m = gSm ⊗ gDm。这两个特征被进一步串联
（[gDR

m , gDS
m ]），然后将串联的结果输入 Bconv(·) 进行

运算就得到 gSc
m。最后，通过加法运算将卷积特征 gSc

m

与原始特征 gSm 融合得到 MFA 模块的输出。
在 MFA 模块中，学习到的特定模态特征被用来增

强共享特征，并提供丰富而又互补的跨模态信息。具
体来说，本文使用两个模态的特定特征 gRm 和 gDm 来
增强 gSm。更重要的是，为了保存特定模态的特征，特
定模态解码器被赋予了一个监督信号来进行学习指导，
这有利于将特征融合到共享解码器并生成最终的预测
图。本文还注意到 CIM 模块和 MFA 模块之间的区
别：CIM 模块用于学习融合的多模态特征表示（即
RGB 图和深度图的特征），而 MFA 模块则利用学到
的模态的特定特征在共享解码器中形成一个融合的特
征表示。

3.4 损失函数

本文形成了一个统一、端到端的可训练框架。总体
损失函数由 Lsp 和 Lsh 两部分组成，它们分别用于特
定模态解码器和共享解码器。方便起见，分别用 SR 和
SD 表示使用 RGB 图和深度图时生成的预测图，使用
Ssh 表示使用其共享表示时的预测图，G 表示真值图。
因此，总的损失函数可以表述如下：

Ltotal = Lsh(Ssh, G) + Lsp(SR, G) + Lsp(SD, G).

(3)
在公式中，本文利用了 Lsp 和 Lsh 的像素位置感知
损失 [80]，这可以给予难识别和易识别的像素不同的
关注，从而提高显著性检测的性能。

4 实验结果与分析

本节首先给出实验设置，包括数据集、评估指标和
实现细节。然后进行定量和定性评估，并通过消融实
验来验证每个部分的有效性。最后，进行基于属性的
评价，来展示本文模型在面对不同挑战时的有效性。

4.1 实验设置

4.1.1 数据集
为了验证模型的有效性，本文在六个公开 RGB-D

SOD 数据集上对其进行了评估，包括 NJU2K [37]、
NLPR [61]、DES [10]、SSD [107]、STERE [57] 和
SIP [21]。每个数据集的详细信息参见 https://
github.com/taozh2017/RGBD-SODsurvey。公平起见，
本文根据 [21, 63]的设置生成训练和测试集。训练集总
共包含 2195 个样本，其中，1485 个样本来自 NJU2K
数据集 [37]，700 个样本来自 NLPR 数据集 [61]。其

6
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Tab. 1 对比 8 个具有代表性的传统模型和 23 个深度模型在六个公共 RGB-D 数据集上的结果。使用四种广泛使用的评估指标对结果进行基准
测试：Sα [8], 最大 Eϕ[18]、最大 Fβ [1] 和M [62]）。“↑ / ↓ ”表示越大或越小越好。每个模型的下标表示出版年份。最佳结果以粗体突出显示。

NJU2K [37] STERE [57] DES [10] NLPR [61] SSD [107] SIP [21]
模型 Sα ↑ Fβ ↑ Eξ ↑ M ↓ Sα ↑ Fβ ↑ Eξ ↑ M ↓ Sα ↑ Fβ ↑ Eξ ↑ M ↓ Sα ↑ Fβ ↑ Eξ ↑ M ↓ Sα ↑ Fβ ↑ Eξ ↑ M ↓ Sα ↑ Fβ ↑ Eξ ↑ M ↓

LHM14 [61] .514 .632 .724 .205 .562 .683 .771 .172 .562 .511 .653 .114 .630 .622 .766 .108 .566 .568 .717 .195 .511 .574 .716 .184
ACSD14 [37] .699 .711 .803 .202 .692 .669 .806 .200 .728 .756 .850 .169 .673 .607 .780 .179 .675 .682 .785 .203 .732 .763 .838 .172
LBE16 [23] .695 .748 .803 .153 .660 .633 .787 .250 .703 .788 .890 .208 .762 .745 .855 .081 .621 .619 .736 .278 .727 .751 .853 .200
DCMC16 [12] .686 .715 .799 .172 .731 .740 .819 .148 .707 .666 .773 .111 .724 .648 .793 .117 .704 .711 .786 .169 .683 .618 .743 .186
SE16 [27] .664 .748 .813 .169 .708 .755 .846 .143 .741 .741 .856 .090 .756 .713 .847 .091 .675 .710 .800 .165 .628 .661 .771 .164
MDSF17 [72] .748 .775 .838 .157 .728 .719 .809 .176 .741 .746 .851 .122 .805 .793 .885 .095 .673 .703 .779 .192 .717 .698 .798 .167
CDCP17 [108] .669 .621 .741 .180 .713 .664 .786 .149 .709 .631 .811 .115 .669 .621 .741 .180 .603 .535 .700 .214 .595 .505 .721 .224
DTM20 [11] .706 .716 .799 .190 .747 .743 .837 .168 .752 .697 .858 .123 .733 .677 .833 .145 .677 .651 .773 .199 .690 .659 .778 .203

DF17 [66] .763 .804 .864 .141 .757 .757 .847 .141 .752 .766 .870 .093 .802 .778 .880 .085 .747 .735 .828 .142 .653 .657 .759 .185
CTMF18 [28] .849 .845 .913 .085 .848 .831 .912 .086 .863 .844 .932 .055 .860 .825 .929 .056 .776 .729 .865 .099 .716 .694 .829 .139
PCF18 [3] .877 .872 .924 .059 .875 .860 .925 .064 .842 .804 .893 .049 .874 .841 .925 .044 .841 .807 .894 .062 .842 .838 .901 .071
AFNet19 [75] .772 .775 .853 .100 .825 .823 .887 .075 .770 .729 .881 .068 .799 .771 .879 .058 .714 .687 .807 .118 .720 .712 .819 .118
CPFP19 [94] .878 .877 .923 .053 .879 .874 .925 .051 .872 .846 .923 .038 .888 .867 .932 .036 .807 .766 .852 .082 .850 .851 .903 .064
MMCI19 [6] .859 .853 .915 .079 .873 .863 .927 .068 .848 .822 .928 .065 .856 .815 .913 .059 .813 .781 .882 .082 .833 .818 .897 .086
TANet19 [4] .878 .874 .925 .060 .871 .861 .923 .060 .858 .827 .910 .046 .886 .863 .941 .041 .839 .810 .897 .063 .835 .830 .895 .075
DMRA19 [63] .886 .886 .927 .051 .886 .886 .938 .047 .900 .888 .943 .030 .899 .879 .947 .031 .857 .844 .906 .058 .806 .821 .875 .085
cmSalGAN20 [35] .903 .896 .940 .046 .900 .894 .936 .050 .913 .899 .943 .028 .922 .907 .957 .027 .791 .735 .867 .086 .865 .864 .906 .064
ASIFNet20 [40] .889 .888 .927 .047 .878 .878 .927 .049 .934 .935 .974 .019 .906 .888 .944 .030 .857 .834 .884 .056 .857 .859 .896 .061
ICNet20 [43] .894 .891 .926 .052 .903 .898 .942 .045 .920 .913 .960 .027 .923 .908 .952 .028 .848 .841 .902 .064 .854 .857 .903 .069
A2dele20 [64] .871 .874 .916 .051 .878 .879 .928 .044 .886 .872 .920 .029 .898 .882 .944 .029 .802 .776 .861 .070 .828 .833 .889 .070
JL-DCF20 [24] .903 .903 .944 .043 .905 .901 .946 .042 .929 .919 .968 .022 .925 .916 .962 .022 .830 .795 .885 .068 .879 .885 .923 .051
S2MA20 [51] .894 .889 .930 .053 .890 .882 .932 .051 .941 .935 .973 .021 .915 .902 .953 .030 .868 .848 .909 .052 .872 .877 .919 .057
UCNet20 [86] .897 .895 .936 .043 .903 .899 .944 .039 .933 .930 .976 .018 .920 .903 .956 .025 .865 .854 .907 .049 .875 .879 .919 .051
SSF20 [90] .899 .896 .935 .043 .893 .890 .936 .044 .904 .884 .941 .026 .914 .896 .953 .026 .845 .824 .897 .058 .876 .882 .922 .052
HDFNet20 [58] .908 .911 .944 .038 .900 .900 .943 .041 .926 .921 .970 .021 .923 .917 .963 .023 .879 .870 .925 .045 .886 .894 .930 .047
Cas-GNN20 [55] .911 .903 .933 .035 .899 .901 .930 .039 .905 .906 .947 .028 .919 .904 .947 .028 .872 .862 .915 .047 .875 .879 .919 .051
CMMS20 [41] .900 .897 .936 .044 .895 .893 .939 .043 .937 .930 .976 .018 .915 .896 .949 .027 .874 .864 .922 .046 .872 .877 .911 .058
CoNet20 [34] .895 .893 .937 .046 .908 .905 .949 .040 .909 .896 .945 .028 .908 .887 .945 .031 .853 .840 .915 .059 .858 .867 .913 .063
DANet20 [97] .899 .910 .935 .045 .901 .892 .937 .043 .924 .928 .968 .023 .915 .916 .953 .028 .864 .866 .914 .050 .875 .892 .918 .054
PGAR20 [9] .909 .907 .940 .042 .907 .898 .939 .041 .913 .902 .945 .026 .930 .916 .961 .024 .865 .838 .898 .057 .876 .876 .915 .055
D3Net21 [21] .900 .900 .950 .041 .899 .891 .938 .046 .898 .885 .946 .031 .912 .897 .953 .030 .857 .834 .910 .058 .860 .861 .909 .063

SPNet（本文） .925 .935 .954 .028 .907 .915 .944 .037 .945 .950 .980 .014 .927 .925 .959 .021 .871 .883 .915 .044 .894 .916 .930 .043

余用于测试的样本来自 NJU2K（500）和 NLPR（300）
以及整个 DES（135）、SSD（80）、STERE（1,000）和
SIP（929）。
4.1.2 评价指标
本文采用了四个广泛使用的指标对模型的有效性进
行评估。它们的定义如下：

• 结构衡量标准。S-measure Sα [8] 用于评估区域
感知（Sr）和目标感知（So）之间的结构相似性，
它被定义为：S-measure Sα [8]

Sα = αSo + (1− α)Sr, (4)
其中，α ∈ [0, 1]，它是一个权衡参数，默认设置
为 0.5 [8]。

• F-测量方法。给定一个显著性映射 S，将它转换为

二进制映射 M，然后计算 Precision 和 Recall [1]

Precision =
|M ∩G|
|M |

, Recall = |M ∩G|
|G|

,

(5)
其中，G 表示真实图。一种广泛使用的策略是使
用一组从 0 到 255 的阈值来划分 S。对于每个阈
值，本文计算一对召回率和精度值，然后将所有
值组合起来得到一条 PR 曲线。F-measure Fβ [1]
通过加权调和平均值将精度和召回率结合起来：

Fβ =
(
1 + β2

) Precision × Recall
β2Precision + Recall , (6)

其中，β2 的值被设置为 0.3 以强调精度 [1]。本文
使用 [0, 255] 区间不同的阈值来计算 F 方法。这
就产生了一组 F 测量值，本文报告 Fβ 的最大值。

7
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• 增强对齐测量标准。Eϕ [18] 被用来捕获像素级别
的统计数据及其局部像素匹配信息。它被定义为

Eϕ =
1

WH

W∑
i=1

H∑
i=1

ϕFM (i, j) , (7)

其中，ϕFM 表示增强对齐矩阵 [18]。
• 平均绝对误差 (M)。它用于通过计算差值的平均
值来评估真实值 (即，G) 和归一化预测 (即，S)
之间像素级的平均相对误差。它的定义为

M =
1

W ∗H

W∑
i=1

H∑
i=1

|S (i, j)−G (i, j)| , (8)

其中，W 和 H 分别表示宽度和高度。M 评估显
著性预测图和真实图之间的相似性，并将其归一
化为 [0, 1]。

4.1.3 实现细节
本文的模型采用 PyTorch 实现，并在一个 32GB
内存的 Nvidia Tesla V100 GPU 上进行训练。使用
在 ImageNet [70] 上进行预训练的骨干网络 Res2Net-
50 [25]。因为 RGB 图和深度图的通道数不同，所以
深度编码器的输入通道修改为 1。本文采用 Adam 算
法来优化模型。初始学习率设置为 1e− 4，每 60 次迭
代除以 10。RGB 图和深度图的输入分辨率被调整为
352× 352。使用各种策略增强训练图像，包括随机翻
转、旋转和边缘裁剪。批量大小被设置为 20，模型训
练超过 200 轮。在测试阶段，RGB图和深度图被调整
为 352 × 352 的大小，然后将它们作为输入获得显著
性预测图。将预测图缩放到原始大小来进行最终的评
估。最后，共享解码器输出的结果作为本文模型的最
终预测图。

4.2 结果对比

4.2.1 对比的模型
将本文提出的 SPNet 模型与 31 个 RGB-D 显
著性检测方法进行比较，其中包括 8 种人工设
计的传统模型：LHM [61]、ACSD [37]、LBE [23]、
DCMC [12]、SE [27]、MDSF [72]、CDCP [108]、
DTM [11] 以及 23 种深度学习模型：DF [66]、
CTMF [28]、PCF [3]、AFNet [75]、CPFP [94]、
MMCI [6]、TANet [4]、DMRA [63]、cmSalGAN [35]、

ASIFNet [40]、ICNet [43]、A2dele [64]、JL-DCF [24]、
S2MA [51]、UCNet [86]、SSF [90]、HDFNet [58]、
Cas-GNN [55]、CMMS [41]、D3Net [21]、CoNet [34]、
DANet [97] 和 PGAR [9]。更多细节可参见 [102]。
4.2.2 定量比较
如表 1 所示，本文的方法在六个数据集上都以较
大的优势优于八个传统方法（LHM [61]、ACSD [37]、
LBE [23]、DCMC [12]、SE [27]、MDSF [72]、CDCP
[108] 和 DTM [11]）。此外，本文的方法在 NJU2K、
DES和 SIP数据集上的表现优于所有比较的方法，而
且在四个评估指标上获得了最佳表现。此外，值得注
意的是，相较于大多数 RGB-D 显著性检测方法，本
文的模型在 STERE和 NLPR数据集上获得了更好的
性能。本文的模型在 STERE数据集上与 CoNet相当，
在 NLPR 数据集上与 JLDCF 和 PGAR 相当。总体
而言，在给定场景的情况下本文的 SPNet 在定位显著
性目标时表现出了很好的性能。此外，本文在图 5 中
显示了 PR 曲线，在图 6 中展示了 F-measure 曲线，
提供了 29 种 RGB-D 显著性检测方法的结果，这其
中包含 28 种具有完整显著性图的 SOTA 模型。在这
些呈现的数据集上，本文模型的优越性显而易见。
此外，本文在 ReDWeb-S 数据集上将 SPNet 与最
近的 13个最先进的模型进行比较。其它模型的结果来
自https://github.com/nnizhang/SMAC，而本文（使
用 NJU2K 数据集 [37] 和 NLPR 数据集 [61] 进行训
练）的结果在 ReDWeb-S 数据集上测试得到。结果如
表 2 所示。本文方法的效果比大多数其它方法好，在
ReDWeb-S 数据集上与 UCNet 和 JL-DCF 相当。
本文进一步比较了在提出的模型中使用不同的骨
干网络的效果，结果见表 3。当使用 Res2Net-50 作
为骨干网络时，本文提出的模型效果更好，即使是用
ResNet-50 作为骨干网络，本文的模型仍比其它前沿
方法的表现更好（对比表 1和表 3中结果）。
4.2.3 定性比较
将本文的模型与 8 个最前沿方法进行比较，图 7 显
示了其中几个具有代表性的结果。第一行展示的是小
目标情况。本文的方法以及 A2dele、PGAR和 D3Net
可以准确地检测到显著性目标，而 JLDCF、S2MA、
SSF 和 UCNet 则预测到一些非目标区域。第 2 和第

8
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Fig. 5 六个数据集（NJU2K [37]、STERE [57]、DES [10]、NLPR [61]、SSD [107] 和 SIP [21]）上的 PR 曲线。
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Fig. 6 在 6 个数据集（NJU2K [37]、STERE [57]、DES [10]、NLPR [61]、SSD [107] 和 SIP [21]）上不同阈值的 F 测量曲线。
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RGB 图 深度图 真值图 本文 A2dele JL-DCF S2MA UCNet SSF D3Net DANet PGAR
Fig. 7 本文的方法和八个最前沿方法的视觉比较，A2dele [64]、JL-DCF [24]、S2MA [51]、UCNet [86]、SSF [90]、D3Net [21]、DANet [97]
和 PGAR [9]。

Tab. 2 本文模型和 13种最先进方法在 ReDWeb-S数据集上的结果：CTMFF [28]、PCF [3]、AFNet [75]、MMCI [6]、CPFP [94]、DMRA [63]、
TANet [4]、A2dele [64]、UCNet [86]、JL-DCF [24]、S2MA [51]、SSF [90] 和 D3Net [21]。
模型 CTMF PCF AFNet MMCI CPFP DMRA TANet A2dele UCNet JL-DCF S2MA SSF D3Net Ours
Sα ↑ 0.641 0.655 0.546 0.660 0.685 0.592 0.656 0.641 0.713 0.734 0.711 0.595 0.689 0.710
Fβ ↑ 0.607 0.627 0.549 0.641 0.645 0.579 0.623 0.603 0.710 0.727 0.696 0.558 0.673 0.715
Eϕ ↑ 0.739 0.743 0.693 0.754 0.744 0.721 0.741 0.672 0.794 0.805 0.781 0.710 0.768 0.800
M ↓ 0.204 0.166 0.213 0.176 0.142 0.188 0.165 0.160 0.130 0.128 0.139 0.189 0.149 0.129

Tab. 3 本文的模型使用不同骨干网络的结果。

NJU2K [37] STERE [57] DES [10] NLPR [61] SSD [107] SIP [21]
骨干网络 Sα ↑ Fβ ↑ Eξ ↑ M ↓ Sα ↑ Fβ ↑ Eξ ↑ M ↓ Sα ↑ Fβ ↑ Eξ ↑ M ↓ Sα ↑ Fβ ↑ Eξ ↑ M ↓ Sα ↑ Fβ ↑ Eξ ↑ M ↓ Sα ↑ Fβ ↑ Eξ ↑ M ↓

ResNet-50 .922 .934 .952 .030 .904 .914 .942 .037 .936 .944 .974 .016 .930 .931 .965 .020 .869 .876 .906 .044 .896 .916 .934 .041
Res2Net-50 .925 .935 .954 .028 .907 .915 .944 .037 .945 .950 .980 .014 .927 .925 .959 .021 .871 .883 .915 .044 .894 .916 .930 .043

3 行展示了 2 个背景复杂的例子。从对比结果可以看
出，本文的方法和 S2MA 方法产生可靠的结果，而其
它 RGB-D 显著性检测模型不能正确定位显著性目标
或者混淆了背景和目标。在第 4 行中，除了 D3Net 方
法之外，对比的其它方法都检测到了一个很小的非目
标区域。本文在第 5 行中展示了具有多个显著性目标
的例子，在此情况下准确定位所有显著性目标是极具
挑战性的。本文的方法能够定位所有显著性目标，相
较于其它方法，能够更准确的分割它们并且产生更清
晰的边缘。本文在最后一行展示了弱光条件下的情况。
有些方法不能将显著性目标的全部区域完整的检测出

Tab. 4 不同方法的推理时间（ms）和模型规（MB）的比较。
方法 本文 JL-DCF S2MA
模型规模 175.3 124.5 82.7
推理时间 91.7 21.8 22.1
方法 UCNet SSF HDFNet
模型规模 31.3 32.9 153.2
推理时间 31.8 45.7 57.1

来。本文的模型能够通过抑制背景干扰来提高显著性
检测的性能，从而产生满意的结果。

4.2.4 推理时间和模型规模
本文在内存为 24G 的 NVIDIA TESLA P40 GPU
上测试了不同方法的推理时间。不同方法的推理时

10
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Tab. 5 消融实验的定量评估。

NJU2K [37] STERE [57] DES [10] NLPR [61] SSD [107] SIP [21]
Sα ↑ M ↓ Sα ↑ M ↓ Sα ↑ M ↓ Sα ↑ M ↓ Sα ↑ M ↓ Sα ↑ M ↓

本文 .925 .028 .907 .037 .945 .014 .927 .021 .871 .044 .894 .043

A1 .916 .034 .898 .042 .939 .016 .926 .022 .869 .047 .892 .044
A2 .921 .031 .895 .042 .938 .016 .925 .022 .865 .051 .896 .042
A3 .919 .032 .895 .043 .938 .016 .929 .020 .864 .049 .887 .048
A4 .924 .029 .903 .038 .930 .019 .927 .023 .867 .049 .888 .046

B1 .918 .034 .901 .041 .939 .017 .922 .024 .858 .050 .885 .048
B2 .924 .029 .900 .041 .941 .015 .926 .022 .864 .049 .893 .044
B3 .921 .031 .903 .039 .938 .016 .925 .022 .863 .050 .891 .045

C1 .913 .037 .900 .047 .935 .019 .922 .025 .861 .055 .880 .051
C2 .916 .034 .906 .040 .923 .021 .924 .022 .866 .049 .882 .051
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Fig. 8 MFA 模块与其它融合策略的比较。

间和模型规模如表 4 所示，这些方法包括 SPNet、
JL-DCF [24]、S2MA [51]、UCNet [86]、SSF [90] 和
HDFNet [58]。由于本文的模型采用了两个模态的特
定网络和一个共享学习网络来生成单独以及共享的显
着性预测图。因此，与其它方法相比，本文的模型规
模相对较大，在显著性预测方面也需要更多的推理时
间。为此，本文希望在未来的工作中设计轻量级网络
来提升效率。

4.3 消融实验

为了验证模型的不同关键组件的贡献，本文通过从
完整模型中删除或替换它们来进行消融实验。

4.3.1 CIM 模块的有效性
由于 CIM 是用来融合跨模态特征并学习它们的共
享特征，所以本文利用直接串联方法来代替 CIM 模
块。具体来说，将两个特征 fR

m 和 fD
m（如图 3 所示）

直接串联，然后输入一个 3 × 3 的卷积层从而获得每
一层的融合结果。在表 5 中把这个评估结果标记为

“A1”。从比较结果可以看出，本文的模型在使用 CIM
模块时比简单的使用特征串联方法表现的更好。这也
说明了 CIM 模块在提高显著性检测性能方面的贡献。
此外，CIM 模块还有两个部分，即：跨模态特征增强
部分和自适应特征融合部分。因此，为了评估每个部
分的贡献，本文将仅具有跨模态特征增强部分和仅具
有自适应特征融合部分的 CIM 模块分别标记为“A2”
和“A3”。当把这两个独立的部分与完整的 CIM 模块
进行比较时，可以看出本文的完整的 CIM 的有效性。
此外，在 CIM 模块中，通过将上一层的特征传播到下
一层的方式来捕捉跨层的关联性。为了验证传播策略
的有效性，本文在 CIM 模块中删除了这个传播，并标
记为“A4”。“A4”和 CIM 模块的比较结果表明，这
种传播策略提高了显著性检测的性能。

4.3.2 MFA 模块的有效性
在本文的框架中，MFA 模块充分利用了在特定模
态解码器中学到的特征，然后将这些特征融合到共享
解码器中来提供更多的多模态互补信息。为了证明其
有效性，本文删除了这个模块并标记为“B1”。此外，
本文将其它两种特征融合策略与本文的 MFA 模块进
行比较。一种是跨模态特征增强融合策略；另一种是
简单的串联策略。这两种策略的对比实验分别标记为
“B2”和“B3”。如表 5 所示，将“B1”和本文的完整
模型进行对比，对比结果表明了将特征融合到共享解
码器中的有效性。将“B2”、“B3”和本文模型相比较，
可以看出 MFA 模块优于其它两种融合策略。

11
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Fig. 9 基于属性的评价，涉及（a）显著性目标的数量（一个或多个），（b）室内与室外环境以及（c）光照条件（弱光与光照充足）。

4.3.3 特定模态解码器的有效性
本文删除了两个特定模态解码器，评估结果如
表 5 中“C1”所示。可以看出，如果不使用这两个部
分，显著性检测的性能将会下降。这证明了特定模态
解码器的有效性，它能提供监督信号来确保学习得到
模态的特定属性。为了进一步评估这两个特定模态解
码器的有效性，本文增加了一个实验来对比两种情况
下的显著性检测结果。一种是使用共享解码器生成的
结果，另一种是使用两个特定模态解码器生成的结果。
结果如表 5 中“C2”所示，可以看出，共享解码器的
性能优于两个特定模态解码器的组合，这表明共享解
码器可以结合多模态共享信息和特定模态特性来改善
显著性检测结果。

4.3.4 不同数量的 CIM 的影响
为了研究 CIM数量改变的影响，本文使用五个完整
的 CIM模型与两个降级的版本进行比较。“CIM1”代表
仅将 CIM应用于编码器网络中最后一层的特。“CIM3”
代表将 CIM 应用于编码器网络中最后三层特征。结
果如表 6 所示，对于大多数的数据集，使用五个 CIM
模型的效果更好。

4.4 属性评价

许多挑战性的因素会影响 RGB-D 显著性检测模型
的性能，例如显著性目标的数量、室内或室外的环境、
光照条件等。因此，本文评估了不同条件下的显著性
检测性能，展示了前沿算法在处理这些挑战因素时的
优势和劣势。

12
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Tab. 6 使用不同数量 CIM 模块的结果。

NJU2K STERE DES NLPR SSD SIP
Sα ↑ M ↓ Sα ↑ M ↓ Sα ↑ M ↓ Sα ↑ M ↓ Sα ↑ M ↓ Sα ↑ M ↓

CIM1 .918 .034 .908 .039 .929 .019 .928 .022 .865 .047 .889 .046
CIM3 .920 .032 .900 .041 .935 .017 .928 .021 .857 .049 .891 .045
本文 .925 .028 .907 .037 .945 .014 .927 .021 .871 .044 .894 .043

Fig. 10 基于显著性目标尺寸的属性评价。

4.4.1 单一目标与多目标的比较
在这项评估中，本文构建了一个混合数据集，由

1,229 张从 NLPR [61] 和 SIP [21] 数据集收集的图像
组成。使用 Sα 指标，对比结果如图 9（a）所示。可
以看出识别单个显著性目标比识别多个显著性目标要
容易。本文的模型在定位单个目标和多个目标方面都
优于其它最前沿的方法。

4.4.2 室内与室外场景的比较
本文评估了不同 RGB-D 显著性检测模型在室内和
室外场景中的结果。DES 数据集 [10] 和 NLPR 数据
集 [61] 包括室内和室外场景，因此本文构建了从这
两个数据集收集的混合数据集。比较结果如图 9（b）
所示。可以看出，与室外场景相比，许多模型在检测
室内场景中的显著性目标上更加困难，而 JL-DCF、
S2MA、UCNet、ICNet、SSF、DANet 和本文的模型
在室外场景中的表现要更好一点。

4.4.3 光照条件
本文在 SIP数据集 [21]上进行评估并将数据分为两
类，即光照充足和光照不足。对比结果如图 9（c）所
示。可以看出，所有的模型在低光照条件下检测显著
性目标时都遭受到了挑战，这证明了低光照条件对显

本文深度图 真值图RGB图

Fig. 11 本文模型的失败案例。

著性目标检测性能有负面的影响。

4.4.4 目标的尺寸
为了描述显著性目标的尺寸，本文计算显著性目标
区域的尺寸与整个图像的比例 r，并定义三种目标尺
寸：小目标，即 r < 0.1 时；大目标，即 r > 0.4 时；
其余情况则视为中等目标。为了评估不同的方法如何
处理尺寸变化，本文构建了一个混合数据集，这个数
据集包含来自 STERE [57]、NLPR [61]、SSD [107]、
DES [10] 和 SIP [21]，总计 2, 444 张图像。图 10 展

13
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Tab. 7 使用评价指标 Sα [8] 和M [62]，在基准数据集上对伪装检测模型进行评估的评估结果。“↑ / ↓”分别表示越大或越小越好。

CHAMELEON CAMO COD10K
模型 Sα ↑ M ↓ Sα ↑ M ↓ Sα ↑ M ↓

FPN [47] 0.794 0.075 0.684 0.131 0.697 0.075
MaskRCNN [29] 0.643 0.099 0.574 0.151 0.613 0.080
PSPNet [92] 0.773 0.085 0.663 0.139 0.678 0.080
PiCANet [49] 0.769 0.085 0.609 0.156 0.649 0.090
BASNet [65] 0.687 0.118 0.618 0.159 0.634 0.105
PFANet [96] 0.679 0.144 0.659 0.172 0.636 0.128
CPD [83] 0.853 0.052 0.726 0.115 0.747 0.059
EGNet [93] 0.848 0.050 0.732 0.104 0.737 0.056
SINet [19] 0.869 0.044 0.751 0.100 0.771 0.051

DANet [98] 0.874 0.043 0.752 0.100 0.765 0.051
HDFNet [59] 0.875 0.032 0.778 0.085 0.779 0.045

SPNet（本文） 0.895 0.027 0.795 0.082 0.797 0.042

示了这种基于属性的评价在显著性目标的尺寸方面
的结果。相较于检测显著性大目标，所有方法在检测
显著性小目标时都有更好的表现。本文的模型以及
JL-DCF、DANet 和 PGAR 获得了令人满意的结果。

4.5 失败的案例与讨论

本文提出的 SPNet 在大多数情况下显示出良好的
RGB-D 显著性检测性能。然而，在一些具有挑战性的
场景中无法检测到显著目标，比如背景复杂的场景和
深度图质量较差的情况。本文模型的一些失败案例如
图 11所示。在第一行中，深度图的质量很差，导致本
文的模型只能粗略地定位船只，而没有识别出精细的
细节。这表明，增强或过滤深度图能够改善显著性检
测。在第二行中，被标注的显著性目标与场景中的其
它物体的外观很相似，因而准确识别显著性目标很有
难度。在第三行中，目标有精细的细节，但是本文的
模型只定位了主要区域，没有定位精细的细节。本文
的模型在应对这种具有精细结构的场景时仍有很大的
改进空间。

4.6 应用于 RGB-D 伪装目标检测
SPNet 最初是为 RGB-D 显著性检测任务设计的，
它可以很容易地扩展到其它相关的 RGB-D 任务，例
如，基于 RGB-D 的伪装目标检测任务（COD）。伪

装目标检测的目的是识别“无缝”嵌入其背景环境中
的物体。目标物体和背景 [19, 45, 73] 之间具有很高
的内在相似性，因此这是一项非常具有挑战性的任
务。最近的研究 [88] 表明，深度图可以提供有效的
空间信息来改善伪装检测的结果。因此，可以将本文
的 SPNet 扩展到 RGB-D 伪装目标检测任务中。
本文在三个公开的基准数据集上进行了这个用于伪
装物体检测的实验。(i) CHAMELEON 数据集 [19]，
包括 76 张伪装图像；(ii) CAMO 数据集 [39] 包括 8
个类别的 1, 250 张图像（其中 1, 000 张用于训练，250
张用于测试）；(iii) COD10K 数据集 [19]，包括 5 个
超级类别和 69 个子类别的 5, 066 张伪装图像（其中，
3, 040 用于训练，2, 026 用于测试）。按照与 [20] 相同
的设置，将训练集和测试集分开，然后在训练集上训
练本文的模型。
将 本 文 的 方 法 与 现 有 的 其 它 伪 装 目 标 检
测 模 型 进 行 比 较， 其 它 模 型 包 括 FPN [47]、
MaskRCNN [29]、PSPNet [92]、PiCANet [49]、
BASNet [65]、PFANet [96]、CPD [83]、EGNet [93]
和 SINet [20]（结果来自 [20]）。由于 RGB-D 伪装
目标检测的工作很少，本文还在实验中对比了两
个最近的 RGB-D 显著性检测方法，DANet [98] 和
HDFNet [59]。本文使用了 RGB 图和深度图像重新
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RGB 图 真值图 深度图 SINet DANet HDFNet SPNet

Fig. 12 本文的 SPNet 和三种前沿的伪装目标检测方法的结果对比，这三种方法是：SINet [20]，DANet [98] 和 HDFNet [59]

训练了本文的模型和这两个 RGB-D 显著性检测模型。
表 7 显示了在三个公开数据集上的定量分析结果。
本文的模型比其它伪装检测方法更好。本文的模型和
两种 RGB-D 伪装检测方法使用了深度线索，而且比
没有使用深度线索的其它方法效果好，这表明深度线
索可以提供空间信息来改善伪装检测结果。图 12 显
示了不同伪装检测方法的定性分析结果。与其它伪装
检测模型相比，本文的 SPNet 模型能够更加准确的检
测伪装目标的边界，从而得到更好的结果。

5 结论

本文提出了一个新颖的基于属性特征保留网络的
RGB-D 显著性目标检测框架。现有大多数模型主要
侧重于学习共享特征，与这些模型不同，本文模型不
仅探索了共享的跨模态信息，还捕捉了模态的特定特
征来提高显著性检测的性能。为了学习两种模态的共
享特征，本文引入了一个交叉增强融合模块（CIM）来
融合跨模态的特征，每个 CIM 的输出被传播到下一

层，用来探索丰富的跨层信息。本文进一步采用多模
态特征聚合模块（MFA）来整合学习到的特定模态特
征，从而增强多模态信息的互补性。在基准数据集上
的大量结果表明，与其它最前沿的 RGB-D 显著性目
标检测方法相比，SPNet 模型是有效的。此外，本文
验证了 SPNet 关键组成部分的有效性，并且通过进行
属性评价来研究许多最前沿的 RGB-D 显著性检测方
法在不同挑战因素下的性能。最后，本文将 SPNet 扩
展到最近提出的 RGB-D 伪装目标检测任务中，并且
验证了本文方法的有效性。
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