
IEEE TRANSACTIONS ON IMAGE PROCESSING, VOL. 30, FEB. 2021, 翻译版 1

JCS: 一种基于联合分类分割的可解释性新冠肺炎筛查系统
吴宇寰, 高尚华, 梅杰, 徐君, 范登平, 张荣国, 程明明

Abstract—近来，新冠肺炎（COVID-19）在 200 多个国
家中流行，影响了上亿人。为了控制肺炎传播，识别和分离感染人
群是重要的一步。诊断新冠肺炎最主要的工具是逆转录聚合酶链
式反应测试（RT-PCR）。尽管如此，RT-PCR 检测的灵敏度还
不足以有效地预防流感大流行。胸部 CT 检查为 RT-PCR 检
测提供了一个有价值的补充工具，对早期诊断具有较高的敏感性。
然而，胸部 CT 检测常常消耗大量时间，需要平均 21.5 分钟来
诊断一个病例。本文开发了一个新的联合分类与分割系统（JCS）
来进行实时、可解释的 COVID-19 胸部 CT 诊断。为了训练
我们的 JCS 系统, 我们建立了一个大型 COVID-19 分类与分
割数据集（COVID-CS）, 其中包含 400 个 COVID-19 病
人和 350 个未感染者的 144,167 张胸部 CT 图像。3,855 对
200 例患者的胸部 CT 图像进行了精细的像素级阴影标记，这
些阴影是肺实质的密度增加。我们还对病变计数、混浊区域和位
置进行了注释，从而有利于各种诊断方面。大量实验表明，本文
提出的 JCS 诊断系统对 COVID-19 的分类和分割是非常有效
的。它在分类测试集上获得了 95.0%的平均敏感性和 93.0%的
特异性，在我们的 COVID-CS 数据集的分割测试集上获得了
78.5% 的 Dice 分数。COVID-CS 数据集与代码公开在https:
//github.com/yuhuan-wu/JCS。

Index Terms—新冠肺炎, 联合诊断, 新冠肺炎胸部 CT 数
据集.

I. 介绍
新冠肺炎或称 COVID-19，是一种由 SARS-CoV-2 引

起的流行病。它在全球范围内短时间内爆发，截至 2020 年
4 月 15 日已造成 1914916 例确诊病例和 123010 例确诊死
亡。由于缺乏医疗用品和工作人员，COVID-19 将 200 多
个国家的卫生系统推向崩溃的边缘，因此被世界卫生组织
宣布为大流行 [2].目前对 COVID-19的主要诊断手段是通
过逆转录聚合酶链式反应（RT-PCR）检测 [3]。然而，RT-
PCR 检测不够准确，无法很好地预防新冠肺炎大流行 [4],
[5]。因此，RT-PCR 检测的假阴性（false-negative）病例
是对公众健康的潜在威胁，遗漏任何 COVID-19 病例都可
能导致大面积的继发感染。

为了阻止 COVID-19 的迅速传播，医学影像被用
作 RT-PCR 检测的重要补充工具 [6]。这是因为大多数
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Figure 1. 我们针对 COVID-19的 JCS诊断系统的图示.我们的 JCS
系统将只在分类分支报告阳性 COVID-19 预测时执行分割诊断。

COVID-19 患者的胸部 X 射线（X-ray）影像临床表现出
肺部感染 [7]。 [4], [5] 的工作显示了 CT 检测具有较高敏
感度。此外，CT 影像扫描测试是监测疾病的严重性的必
要工具 [8]。然而，CT 影像扫描测试的诊断时间是其主要
的应用限制：经调查，即使是有充分经验的放射科医生也
需要 21.5 分钟 [9] 来分析每个病例的检测结果。而在传染
病大流行爆发期间，经验丰富的放射科医生严重缺乏，难
以及时识别潜在感染患者。因此，自动诊断系统的需求十
分迫切。
由于深度卷积神经网络（CNNs）强大的识别能力，人

工智能（AI）技术正在改变医学影像处理界。深层 CNN 通
常在大规模数据集上进行训练以证明其能力。然而，由于
大多数现有的 COVID-19的 CT影像扫描数据集 [10]–[13]
仅包含几十个病例的百余张 CT 图像，故这些数据集不能
满足上述需求。而且，大多数数据集仅提供患者级别的标
签（即类标签）表明此人是否被感染，但这些数据集缺少像
素级别的精细标注。因此，用这些数据集训练的 CNN 模
型通常忽略了解释最终预测的有价值的信息。尽管已经建
立了多个 CT 影像扫描诊断系统 [5], [14]–[18] 来检测疑似
COVID-19 病例，但大多数都有两个缺点 1) 它们是在小规
模的数据集上训练的，因此对于多样的 COVID-19 感染检
测来说不够鲁棒。2) 它们基于黑箱 CNNs 进行分类，但缺
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乏可解释的透明性来辅助医生进行诊断。
为了缓解上述缺点，在这篇论文中，我们 1) 建立了

一个包含标签级别的和像素级别的大规模数据集 COVID-
CS 并 2) 提出了一种基于诊断系统的联合分类分割模型
（JCS）来为与 COVID-19 战斗的医护人员提供可解释的
诊断结果。具体来说，我们利用我们收集的包含数百个病
例的上千张图像的 COVID-CS 数据集训练我们的 JCS 系
统来获取更好的诊断性能。如图 1所示，我们的 JCS 诊
断模型首先通过分类分支辨识 COVID-19 的疑似病例然
后通过激活图技术 [19] 解释我们 JCS 诊断模型是根据哪
些位置判断这些病例可能是 COVID-19 病例。此外，我
们的系统可以通过细粒度的图像分割技术，在肺部造影中
发现 COVID-19 感染的位置和区域。利用可解释的分类
结果和相应的细粒度病变分割，我们的 JCS 系统大大简
化和加速了放射科医生或其他医学专家的诊断过程。如表
Table II中所示，我们的系统仅需 22s来判断一个感染病例，
仅需 1s来排除一个未感染病例，比经验丰富的放射学家的
RT-PCR 和 CT 影像扫描分析快得多。在我们 JCS 系统
的协助下，有经验的放射科医生仅需要 55.4s（32.4s 用于
医生诊断，22.0s 用于 JCS 推理）判断一个感染病例，需
1s 来排除一个未感染病例，并保持与纯人工相同的特异性
和敏感性。因此，基于 JCS 辅助的诊断速度提升和诊断精
度的相同表明了我们 JCS 系统的优越性。

总而言之，我们的主要贡献有以下三点：

• 我们建立了一个大规模 COVID-19 数据集，名
为 COVID-CS ，其中包含了从 200 个新冠病人得到
的 CT 图像的 3,855 张精细的像素级别标签，从另外
200 个新冠病人的 75,541 张 CT 图片，以及 350 个
未感染病例的 75,541 个病人级别的标注。

• 我们开发了一种新型 COVID-19 的诊断系统，其提
供了可解释的联合分类和准确的病变分割，清晰展示
了我们系统相较之前系统的优越性。

• 在我们的 COVID-CS 数据集上，我们的 JCS 系统
对于新冠肺炎达到了 95.0% 的敏感度、93.0% 的特
异性和 78.5% 的 Dice 得分，超越了其他 SOTA 的
分割方法。

论文的后续部分如下。在 §II，我们简要总结了相关工
作。在 §III，我们介绍了现有的用于识别与分析新冠病例
的诊断系统。在 §IV，我们提供了我们 COVID-CS 数据集
与其标注过程的细节。广泛的实验在 §V中，实验评估了我
们系统在识别 COVIN-19的性能，并做了深入分析。§VI对
工作进行了总结。

Table I
不同数据集汇总（截至 2020/4/10）

Dataset Date Link Type #Images #Cases
PLXR [12] 2020/03/23 Link X-rays 98 70

8023Dataset [10] 2020/03/25 Link X-rays 229∗ -
CTSeg [13] 2020/03/28 Link CT 110 60

COVID-CT [11] 2020/03/30 Link CT 746∗ -
COVID-CS (Ours) 2020/04/12 - CT >144K† 750
∗: 这个数字是从作者的 GitHub 存储库报告的。
†: 在我们数据集中，200 个阳性样本的 3,855 张图像被在像素
级别进行了标注。64,771 张另外 200个阳性样本的图像被在病
人级别进行了标注，另有 75,541 张从 350 个阴性样本得到的
图像。

Table II
不同方法诊断 COVID-19 的平均时间。“CT R.” 代表 CT 专家单独诊
断，“CT R. + JCS ” 表示我们的 JCS 系统与 CT 专家共同诊断。

Method RT-PCR CT R. CT R. + JCS JCS
Time ∼4h [20] 21.5min [9] 1s†/54.4s 1s†/22.0s

†: 诊断未感染病例.

II. 相关工作
A. 现有的 COVID-19 数据集

截至 4.15，累计 191 4916人感染新冠肺炎。然而 CT检
测通常是私有的，不能被无法公开访问。为了促进诊断系统
的发展，世界各地的研究人员公开发布了一些与 COVID-
19 相关的数据集。这些数据的汇总在表 I中。

Cohen 等人的 X 射线数据集 [10] 包含了总共 122 张
正面视图 X 射线，包括 100 张 COVID-19 病例的图像、
11 张 SARS 图像和 11 张其他肺炎图像。[11] 的 COVID-
CT 数据集含有 746 张 CT 影像，其中 349 张来自新冠患
者 397 张来自非新冠病例。这些数据集中的所有图像都是
从公共网站和/或在 medRxiv、bioRxiv 和期刊中 COVID-
19 相关论文中收集的，通过阅读论文中的图注，选择包含
COVID-19 异常的 CT。COVID-19 数据集的其他一些资
源有 PLXR [12] 和 CTSeg [13]，分别包含 98 和 110 个
CT 影像扫描图像病例。这些数据集规模小，缺乏多样性，
因为它们通常包含几十个病例的不到数百张图像。为了充
分发挥深层 CNNs 的强大功能，构建一个大规模的数据集
来训练 COVID-19 系统中的深层 CNNs 是非常必要的。

B. 人工 COVID-19 诊断

防止 COVID-19扩散的最关键步骤是立即将每个患者
与正常人区分开来。错过任何一个病人都可能导致大面积
的继发性 COVID-19 感染。目前，主要的手工诊断工具是
RT-PCR 检测 [21]。然而，RT-PCR 检测的敏感性还不足
以有效地预防大流行 [4], [5]。CT 影像扫描在许多医院广

https://www.kaggle.com/nabeelsajid917/covid-19-x-ray-10000-images
https://github.com/ieee8023/covid-chestxray-dataset/tree/3f07c70b7727b4695b4c89a499ae743d16c3caa7
http://medicalsegmentation.com/covid19
https://github.com/UCSD-AI4H/COVID-CT/tree/7f65bf2c99b0909d919d43a5f53be70d4e77440b
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泛使用，是 RT-PCR 检测的补充工具。但部分经 RT-PCR
检测呈阳性的特殊病例 CTs 正常 [22]–[24]。结合这两种测
试可以最大限度地识别潜在的感染者，因为它可以高灵敏
度地识别早期的 COVID-19 患者 [4], [5], [25]。CT 影像扫
描对于监测疾病的严重程度也是必要的 [8]。在大流行爆发
期间，经验丰富的医务人员严重缺乏，难以及时确定可能
感染的病人。因此，人们迫切需求自动诊断系统。

C. COVID-19 自动检测系统

目前大多数医学成像系统都是针对存在多年的常见疾
病开发的，e.g.，结核病 [26]。这些已开发的系统可以直接
修改，以缓解 COVID-19 爆发。医生们发现 COVID-19 患
者的胸部 X 光片显示出某些异常。在 ResNet-50 [27] 的
基础上， [28] 提出了 COVID-ResNet 来鉴别三种类型的
COVID-19 感染与正常肺炎患者。在 1531 例胸部 X 线片
上，张 et al. 提出了一种用于 COVID-19 筛查的深度异常
检测系统，灵敏度为 96.0%，特异性为 70.65%。Yang et
al. [29] 提出了一个评价 102 例志愿者影像的系统，其敏
感性为 83.3%，特异性为 94.0%。Li et al. [30] 设计的系
统利用肺 CT 轴位和冠状位严重度指数（CTSI）识别 78
例 COVID-19 患者，敏感性为 82.6%，特异性为 100.0%
Chung et al. [15] 通过收集 21 例患者的资料证实，目视检
查有助于识别 COVID-19 病例，并通过整体肺部严重程度
评分（LTSS）预测严重程度。Bernheim et al. [16] 分析 121
例 COVID-19 患者，由经验丰富的放射科医师进行目测，
将其分为早、中、晚期病例。Wang et al. [17] 通过对 90 例
患者 366 次 CT 影像扫描的研究发现，COVID-19 疾病在
感染后 6-11 天内会变得很严重。Shi et al. [18] 开发了一种
影像学辅助诊断程序来检测 COVID-19 引起的肺炎。Fang
et al. [5] 用基于 CTSI 的方法检测了 81 例患者，灵敏度为
98.0%，相比下，RT-PCR法仅为 71.0%。Zhou et al. [31]对
62 例 COVID-19 患者进行了非对比 CTSI 检查，证实 CT
辅助评价在进展期至早期诊断中有较好的检出准确性。尽
管在一小部分样本上取得了成功，但这些 COVID-19 诊断
系统还没有经过大规模样本的测试。他们在诊断推理过程
中不能提供有用的诊断证据。更多的工作可以参 [32]–[34]
的评论。

据我们所知，只有两种方法通过像素级分割来提取感
染区域。Rajinikanth et al. [35] 通过分水岭变换技术 [36]
进行分割，其结果粗糙，精度有限。Zhou et al. [37] 开发
了一个具有注意力机制的 U-Net，在 CTSeg [13] 数据集上
Dice 得分为 69.1% 但它的训练和测试分割只有 88 和 22
张图片在这项工作中，我们提出了一个诊断系统，通过整
合基于学习的分类和分割网络，为医生提供可解释的诊断
证据，并改善诊断过程的用户交互方面。

D. 深度分类分割方法

自从 ImageNet 数据集 [38] 放出，深度卷积神经网
络（CNNs）已经成为图像分类任务的主力军，其性能也在
不断提高。代表性的深度分类器，e.g., AlexNet [39], VG-
GNet [40], ResNet [27], DenseNet [41], and Res2Net [42]，
已经被广泛应用于其他计算机视觉任务的特征提取，诸如
图像分割 [43]–[45]，显著性物体检测 [46]，人脸识别 [47]，
航空图像分析 [48]，风格迁移 [49]，特征匹配 [50]，人群计
数 [49] 与图像恢复 [51], etc。尽管这些分类器的表现能力
令人印象深刻，但分类过程并不能清楚地解释预测结果。
图像分割解决了像素级预测的问题。语义分割的目的

是对自然图像中每个像素的语义标签进行分类 [52]。这方
面的代表性工作有 CN [53] 和 DeepLab [54]。实例分割的
重点是在图像中用一个唯一的实例标签和像素级掩码来区
分每个语义实例 [55]–[57]。全景分割 [58] 融合了语义分割
和实例分割，对非对象进行语义分割（天空、水面、草地
等）并对对象进行实例分割（猫、狗、公共汽车等）。U-
Net [59] 在医学图像分割中被广泛使用。其进一步扩展到
三维 U-Net [60]，TernausNet [61] 和 U-Net++ [62]，在多
功能图像分割任务中带来了更好的性能。本文将图像分类
与分割技术相结合，开发了一种新的 covd-19 诊断系统。

III. 我们的 COVID-19 诊断系统
混浊是 COVID-19 患者的基本 CT 表现 [63], 它被定

义为肺实质的密度增高 [64]。我们的系统包含一个用于识
别 COVID-19 混浊的可解释分类分支和一个用于发现混
浊区域的分割分支。分类器是在许多图像上训练的，这些
图像具有低成本的患者级注释, 以及一些带有像素级注释
的图像，以获得更好的激活映射。利用精确标注的 CT 图
像训练分割分支，对病变进行细粒度分割。通过整合这两
个模型，我们的 JCS 系统为 COVID-19 提供了信息丰富
的诊断结果。

A. 可解释的分类器

由于 CNNs 具有很强的表示能力，COVID-19 感染能
只通过患者水平的监督训练来预测。为此，我们构建了一
个由所提出的分类模型组成的分类分支，使我们的 JCS 诊
断系统具有对 COVID-19 患者的鉴别能力。

1) 通过分类器诊断 COVID-19: 根据患者的 CT影像
扫描图像，预测其是否为 COVID-19 阳性是一项二分类任
务。由于设计新的分类模型不是我们的重点，因此我们构
建了基于 Res2Net 网络 [42] 的分类器。Res2Net [42] 作
为一个强大的网络，具有比 ResNet 更强的多尺度表示能
力。最后一层被修改为具有两个通道的完全连接层，以输
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出 COVID-19 感染与否的概率。如果感染通道的概率大于
未感染通道的概率，则患者被诊断为 COVID-19 阳性，反
之亦然。对于每一个病人，CT 图像被逐个送入分类模型。
如果感染的 CT 图像数量高于阈值，则诊断为 COVID-19
阳性。

2) 类激活映射带来的可解释性: 由于 CNN 分类的诊
断过程是在一个黑盒中进行的，因此我们采用激活映射 [19]
来增加 COVID-19 诊断系统对其预测的解释透明度。分类
网络的最后一个卷积层紧跟着全局平均池（GAP）层和完
全连接层。通过 GAP 层，我们的分类模型将特征大小从
�H�W � 降到 �1�1�，从而丧失了空间表示能力。通过激活
映射 [19]，我们的系统找到了预测结果的响应区域。假设
在 GAP 层之前特征区域的梯度与预测一致在 GAP 层之
前的特征图包含了高层语义和位置信息。每个通道对应于
不同语义线索的激活。通过特征映射预测概率的梯度得到
激活映射。具体地说，给定 COVID-19 分支 yp 的预测和
GAP 之前的特征映射 X，第 k 个通道 X 的权重计算如
下：

wk =
1

HW

H∑
i=1

W∑
j=1

∂yp
∂Xk

i,j

, (1)

这里 Xk
i,j 是在特征图 X 的第 k 个通道中位置 (i, j) 的

值。where Xk
i,j is the value at position (i, j) in the k-th

channel of feature map X. 在式 (1) 中更大的梯度为某个
通道生成更大的激活映射权重。COVID-19 病例的激活映
射计算如下：

AMp =
∑
k

ReLU(wkX
k). (2)

如图 Fig. 9所示，激活图准确定位了 COVID-19 患者的混
浊区域，为我们的 JCS 系统预测提供了可解释的结果。

3) 通过图像混合缓和数据偏差: 通过使用我们的可解
释分类模型，我们的系统能只通过患者级别的注释进行训
练。然而，由于 CT 图像来自多个来源，通过激活图观察
到，分类器可能会被训练以过度拟合不需要的区域（e.g.,
病变外的区域）。因此，我们提出，利用图像混合技术 [65]
帮助分类器关注 COVID-19 病例的病变区域。在训练过程
中，不同来源的 CT 图像和相应的病人级别注释是混合的。
具体地，对于两个随机取样的 CT 图像 xi 和 xj （i ̸= j）
以及相应的标签 ŷi 和 ŷj，新混合的样本和相应的标签被
写为：

xm
ij = λxi + (1− λ)xj ,

ŷmij = λŷi + (1− λ)ŷj ,
(3)

这里 λ ∈ [0, 1] 是在 Beta 分布中生成的随机数，i.e., λ ∼
Beta(α, α)。对于混合样本，我们的分类模型被训练成更关
注 COVID-19 病例的决定性病变区域，而不是数据源中的

偏差。此外，混合过程削弱了标签的置信度，从而减轻了
我们的系统从过度拟合。

4) 激活映射的像素级监督: 传统的分类模型只利用图
像标签进行训练。它们的激活映射可能不准确，因为这些模
型会自动学习不同类别图像的差异。在我们提出的数据集
中，有成千上万的图像与像素级的注释为特定的浑浊区域，
他们可以直接监督激活映射。出于上述观察和 [66] 的工作，
在训练阶段，我们将分割损失 Lseg 应用于 COVID-19 类
通道的激活映射:

Lseg =
1

HW
∥AMnorm

p,c − S∥2, (4)

这里 AMnorm
p,c 是归一化为 (0, 1) 的 COVID-19 类通道的

激活映射，S 是二值的客观事实的像素级注释图，∥ · ∥2 表
示 ℓ2 范数。如果图像没有客观事实的像素级注释，Lseg

将不会被计算。在应用分割损失 Lseg 之后，图 Fig. 9的结
果表明，激活映射显著提高了定位混浊的能力。

B. 精准分割

我们的分割分支旨在从 COVID-19 患者的 CT 图像
中发现确切的病变区域。Fig. 2显示了我们的结合了/未结
合分割和分类模型分割分支的结构。这种组合的细节如图
Fig. 4所示。

1) 编码-解码结构: 我们的分割模型由一个编码器和
一个解码器组成。

编码器. 编码器基于 VGG-16 [40] 主干, 去掉了最后 2 层
全连接层。5 个 VGG 块分别定义为 {E1, E2, E3, E4, E5}
VGG-16主干首先输入 CT图像，并从五个 VGG块的最后
一层生成多尺度特征图。为了将输入特征图缩小一半，每个
块的前面（第一个块除外）是一个步长为 2的 max pooling

函数。块 Eu1 生成的特征图包含分辨率最高的最精确特
征，而块 E5 的特征图则最粗糙，分辨率最低。为了获取
更好的性能，我们提出了增强特征模块（EFM，其将在
§III-B2中介绍）以提高我们编码器的表征能力。EFM 模
块在块 E5 的最后一层 conv5_3 后加入。其包含 2 个组
膨胀卷积（GAM）以在更大的感受野上提取更强力的特征
图。GAM 模块生成一个更小的特征图，与 VGG-16 主干
的最粗糙特征图相比，大小为一半。它还增强了块 E5 生
成的特征图的表征能力。因此我们的编码器输出 6 个等
级的特征图 {M1

E ,M
2
E ,M

3
E ,M

4
E ,M

5
E ,M

6
E}，其步长分别为

{1, 2, 4, 8, 16, 32}。因为我们采用了 U形编解码器架构 [67]，
所有这六个特征映射将在解码器中使用，稍后将介绍。

解码器. 我们的解码器有 5 个不同大小的输出端。这里，
我们不预测最小特征图的子输出，步长为 32，因此没有



IEEE TRANSACTIONS ON IMAGE PROCESSING, VOL. 30, FEB. 2021, 翻译版 5

: Max Pooling Layer

: Grouped Atrous Module (GAM)

: Attentive Feature Fusion (AFF)

S S S S S : Supervision

𝑀𝐸
6

𝑀𝐷
5𝑀𝐷

4𝑀𝐷
3𝑀𝐷

2

𝑀𝐸
4

(𝑁𝐸
4)

𝑀𝐸
3

(𝑁𝐸
3)

𝑀𝐸
2

(𝑁𝐸
2)

𝑀𝐸
1

(𝑁𝐸
1)

S
𝑀𝐷
1

CT Images

Backbone EFM

Deep Supervision

𝑀𝐸
5

(𝑁𝐸
5)

𝐴1 𝐴2 𝐴3 𝐴4 𝐴5

: Backbone Block

Backbone Features of 

Classification Model
:

Figure 2. 分割分支的结构 . EFM 代表增强特征模块（§III-B2）。AFF 代表注意特征融合策略（§III-B3）。如果不与分类模型相结
合，M1

E ∼ M5
E 将被输入解码器；否则，结合后的 N1

E ∼ N5
E 将被输入解码器（Fig. 4，§III-B4）。我们运用深层次的监督来训练我

们的分支（§III-B5）。

𝝈

𝑪

(b) Attentive Feature Fusion (AFF)

𝝈

𝑪

𝝈

𝑪

UP×2

1x1

1x1

𝑀𝐷
𝑖+1

𝑀𝐸
𝑖

(𝑀𝐸
6)

𝑀𝐷
𝑖

(a) Grouped Atrous Module (GAM)

: Sigmoid Function

: Concatenation

: Element-wise Multiply

: Atrous Convolution

Global Average

Pooling (GAP)

𝝈

𝑪
:

SE Block
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D 将被 M6
E 替代。立方体表示三维特征图，矩形表

示特征向量。

子输出与最小特征图 M6
E 的大小匹配在我们的解码器中，

我们提出了一种注意特征融合（AFF，该算法将在本文中
§III-B3介绍）算法，将不同阶段的特征图进行聚合，预测各
阶段的子输出。我们的 AFF 强调了顶层特征图的重要性，
并利用注意机制从底层特征图中过滤出有用的特征。最后

一次输出与输入的 CT 图像具有相同的分辨率，作为最终
的预测。

2) 增强特征模块: 提出的 EFM模块在 VGG-16编码
器的最后一层 E5 之后添加。它由两个连续的 GAM 模块
和它们之间的 max pooling 函数组成。如图 Fig. 3 (a) 所
示，GAM 模块的第一层是一个 1×1 卷积层，用于扩展特
征图的通道。然后将特征图平均分为 4 组。与普通组卷积
不同的是，我们将具有不同膨胀率的膨胀卷积 [54] 使用在
4 个组中，以获得具有不同感受野的更丰富的特征图。膨
胀卷积可以极大地扩大卷积滤波器的感受野并与正常卷积
保持相同的计算成本。在 2D 情况下，卷积核大小为 3× 3

的膨胀卷积可以简单地表示如下：

q[i, j] = bias+

+1∑
k=−1

+1∑
l=−1

(x[i+k ·n, j+ l ·n] ·w[k+1, l+1]),

(5)
其中 n 表示膨胀率，w 是卷积权重，其大小为 3× 3，q 和
x 分别是输出和输入特征图，i 和 j 是特征图位置。注意，
n = 1 的特例即是普通卷积。为了充分利用有用的特性，我
们在网络中采用了 Squeeze-Excitation（SE）块 [68]，也就
是说，使用注意机制重新校准信道卷积特征响应。更具体
地说，输入特征图的每个通道将乘以由 SE 块计算的通道
权重。SE 块由两个线性层组成，后跟一个 sigmoid 函数。
全局平均池后的输入特征映射将被输入到这个块中，我们
可以为每个输入特征通道导出一个范围为 �0, 1� 的通道权
重。我们将 SE 块中的缩减率设置为 4，这意味着我们将
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Figure 4. 分割和分类模型的结合. 我们将分割模型的编码器特征与分
类模型的主干特征相结合。

第一个线性层的输出数设置为输入通道的 1/4。为了将输
出通道减少一半，我们在 SE 块之后添加了一个 1 × 1 的
卷积层。

最后，我们使用一个 3 × 3 卷积层，其中通道数等于
输入特征图的通道数，作为到下一个模块的过渡层。

3) 注意特征融合: 自顶向下解码器的传统融合策
略 [67], [69] 平等对待输入特征映射。为了更好地聚集特
征图，我们提出了一种注意特征融合（AFF）策略。在我
们的 AFF 融合策略中，较小尺寸的特征图更有价值。如
题 Fig. 3 (b)所示,当前阶段中的输入特征图M i

E 和M i+1
D

通过 1 × 1 的卷积层缩小到一半大小。然后通过双线性插
值对缩减后的 mdi+1 进行上采样，输出一个双倍大小的特
征图。我们将两个输出连接起来，并应用 SE 块（也用于
GAM）来生成增强的特征图。后将该特征映射与前一阶段
的双上采样输出的特征映射拼接起来。在拼接之后，我们
使用另一个 SE 块来再次增强特征图。在每个 SE 块之后，
我们使用一个 3 × 3 卷积层作为过渡层，该层具有与输入
相同的通道数。一个神经元的一个 1 × 1 卷积层将被用来
预测一个特征映射作为当前阶段的子输出。

4) 与分类模型的结合: 如上所述，我们设计了两个模
型，一个用于 COVID-19 分类，另一个用于 COVID-19 混
浊分割。但是，它们是分开工作在诊断系统上的，可能有一
种方法可以将它们结合在一起以获得更好的性能。受此启
发，我们利用分类模型的特征来增强分割模型的特征。如题
Fig. 4所示, 将分割模型的编码器和分类模型的主干点的各
个阶段的特征映射合并在一起。分割模型编码器的特征图
如 §III-B1中，定义为M1

E ,M
2
E ,M

3
E ,M

4
E ,M

5
E。Res2Net [42]

分类模型主干有 5 个阶段，我们使用 k ∈ [1, 5] 阶段的最后
一个特征图 Ak 进行特征结合。在合并阶段 k 的特征时，我

们有两个用于合并的特征图 Ak,M
k
E。我们首先调整较小

的 Ak 的大小，使其与较大的 Mk
E 大小相同，然后将它们

拼接在一起。然后，我们应用一个简单的 1×1 卷积层来减
少特征通道，使输出特征图的通道数与 Mk

E 相同。这样的
1×1 卷积层后面是一个还原率为 4 的 SE 块。最后，我们
使用了一个输入和输出通道数相同的 3×3 卷积层作为过
渡层。输出 Nk

E 将被视为增强的编码器特征，并被输入到
分割模型的解码器中（Fig. 2）。然后预测结果如 §III-B1中
所述。

5) 深度监督损失: 虽然最终的预测仅来自最后一个子
输出，但我们将深度监督策略 [70] 应用于不同大小的所有
子输出。对于每侧输出，我们将其采样到客观事实图像的
大小，并计算标准二进制交叉熵损失和 Dice 损失 [71] 之
和，如下所示：

L = BCE(P,G) + 1− P · G
∥P∥1 + ∥G∥1

, (6)

其中二分类交叉熵（BCE）取所有 H ×W 个像素的平均
值，pi,j 为通过 sigmoid 函数计算的在 (i, j) 位置像素的
置信得分，“·” 代表点乘。P 和 G 为分别预测图和客观事
实图，∥P∥1 和 ∥G∥1 代表对应的 ℓ1 范数。

C. 联合诊断

一个可解释的分类器或精确的分割模型本身不能完全
实现 COVID-19 诊断的综合功能。与分割模型相比，我们
的分类器是用 COVID-19 感染和未感染病例的 CT 图像
进行训练的，以较低的标注代价获得更多的训练数据。尽
管我们的分类器可以通过激活映射技术提供 COVID-19的
可解释的病变位置，但它不能进行准确和完整的病变分割。
为此，我们的分割模型进一步提供了补充分析，通过发现
肺部完整的病变并估计 COVID-19 患者的严重程度。但是
由经验丰富的放射科医生注释大量的分割标签是非常昂贵
的。为了更好地发挥它们的优势，我们通过联合解释分类和
分割模型开发了 COVID-19诊断系统。在实践中，我们的分
类模型将首先预测可疑病例的 CT 图像是否为 COVID-19
阳性。如果预测为阳性，疑似病例极有可能被 COVID-19
感染。我们的分割模型将在 CT 图像上进行深入分析，并
在每个 CT 图像中发现整个混浊区域。

IV. COVID-CS 数据集
数据在基于深度学习的人工智能诊断系统中起着至关

重要的作用。目前，很少有公开的 COVID-19数据集具有大
规模样本或细粒度像素级标记。为了填补这个空白，我们构
建了一个新的 COVID-19 分类和分割 (COVID-CS) 数
据集。在本节中，我们将介绍数据集的数据收集、专业标记
和统计。Fig. 5展示了我们 COVID-CS 数据集（普通样本
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Figure 5. 我们的 COVID-CS 数据集示例，包括 1 例正常人（第 1 列）、2 例社区获得性肺炎（CAP）病例（第 2 和 3 列）和 3
例 COVID-19 患者的 CT 影像扫描图像和标签（第 4 ∼ 6 列）。
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Figure 6. 在我们 COVID-CS 数据集中关于浑浊的区域（像素
级）、位置（x0, y0）、方向（左，上）与宽度/高度的各种信息的
说明

和 COVID-19样本）的一些样例，同时也展示了一些 CAP
患者的样例。Fig. 6展示了从我们 COVID-CS 数据集的分
割集中提供的多样信息。

A. 数据收集

为了保护患者的隐私，我们在构建数据集时省略了患
者的个人信息。我们收集了 750 例患者的 144167 张 CT
影像扫描图像，其中 400 例为 COVID-19 阳性，其余 350
例为阴性，这些样例均经 RT-PCR 检测证实。如以往工作
所作 [72]，我们不考虑社区获得性肺炎（CAP）患者（详
情见图 Fig. 5）。尽管 CAP 患者的 CT 图像也有相似的
混浊，我们提出的诊断系统可能会诊断为 COVID-19阳性，
但 CAP 的威胁远小于 COVID-19。我们的目的是快速开
发一个自动诊断系统，并尽快诊断出疑似病例。此外，利

Table III
The CT scanners and numbers of positive cases.

Manufacturer Product Name #Cases

GE Medical Systems Revolution CT 1
GE Medical Systems LightSpeed VCT 6
GE Medical Systems Discovery CT750 HD 12
GE Medical Systems BrightSpeed 12

Toshiba Aquilion ONE 33
GE Medical Systems LightSpeed16 64

United Imaging Healthcare uCT 780 272

用 CAP/COVID-19 分类器 [72]、RT-PCR 测试与医师的
经验，CAP 患者可简单诊断为 COVID-19 阴性。

所有患者均行标准胸部 CT 影像扫描。每个病例有
250∼400 个 CT 图像，每个病例的 CT 图像数量仅由 CT
影像扫描仪的类型及其扫描设置决定。CT 影像扫描仪包
括 BrightSpeed、Discovery CT750 HD、LightSpeed VCT、
LightSpeed16、GE Medical Systems的 Revolution CT、东
芝的 Aquilion ONE和 United Imaging Healthcare的 uCT
780。不同扫描器的病例数总结在表 Table III中。CT 重建
片的厚度为 0.75～1.25mm（详情见图 Fig. 7）。

B. 专家标注

我们在我们的 COVID-CS 数据集中为收集的 CT 影
像扫描图像提供两个方面的标签，以便实现联合分类和分
割任务。如上所述，我们的数据集分为 400 个 COVID-19
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Figure 7. The age, gender, and slice thickness distribution of the COVID-19 patients in our COVID-CS dataset. Zoom in
for details.
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Figure 8. 在我们的 COVID-CS 数据集中的分割集（200 个 COVID-19 病例）的统计数据 . (a) 病变计数分布。(b) 浑浊区域
宽度和高度的分布。(c) 浑浊区域与位置的关系

病例和 350 个未感染病例。对于细分任务，我们通过以下
策略进行专家标注：

• 为了节省标记时间，放射科医生只能为每个病人选择
最多 30 个离散的 CT 影像扫描图像，在这些图像中
可以观察到感染并作进一步的注释。在这一步中，我
们的目标是用像素级别的注释标记每个浑浊区域。

• 为了生成高质量的标注，我们首先邀请放射科医生根
据其临床经验标记尽可能多的混浊区域。
然后，我们邀请另一位资深放射科医生对标记进行多
次细化，以进行交叉验证。在此步骤之后，将修复一
些不准确的标签。

通过实现上述标记过程，我们最终得到 200位 COVID-
19 患者的 3,855 张像素级标注的 CT 影像扫描图像，图
像分辨率为 512×512。由于缺乏放射科医师，其他 200 例
COVID-19患者的 64,771 张 CT图像没有像素级标注，但
这些数据将用于分类试验。从 Fig. 5的最后三栏可以看出,
我们的数据集覆盖了轻微、普通、严重的 COVID-19 病例。

C. 数据统计

年龄. 400 例 COVID-19 患者（男 175 例，女 225 例）年
龄 14-89 岁，平均 48.9 岁。Fig. 7显示了年龄分布、年龄
范围内的样本计数和性别百分比。

病变计数. 我们在图 Fig. 8 (a) 中展示了病变计数的分布。
我们观察到，病变计数分布在 1 至 10 在每个 CT 影像扫
描图像。

混浊区域. 我们在图 Fig. 8 (b) 中绘制了混浊区域的宽度
和高度。宽度和高度的范围分别为 7 ∼ 191 和 8 ∼ 271，显
示出不同的分布。

位置. 我们还在 Fig. 8 (c) 中显示了每个混浊区域和相应
的中心位置（x0, y0）之间的关系。可以看出，归一化的
混浊区域的范围从最小尺寸（35/28452 像素）到最大尺寸
（28452/28452 像素）。它还显示，在我们的 COVID-CS 数
据集中，混浊区域均匀分布在不同的位置，这些区域也均
匀分布在肺部。
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Figure 9. 激活映射（AM）可视化 . AM origin（mixing）代表没有（使用）图像混合技术 [65] 训练的模型。Seg guiding 代表使用分割损失 Lseg

训练的模型的 AM。

V. 实验

A. 实验设置

训练/测试规定.对于分割任务，我们的训练集包含来自 150
名 COVID-19 患者的 2794 张图像，测试集包含来自其他
50 名 COVID-19 患者的 1061 张图像。对于分类任务，训
练集包含分割集中 150 个 COVID-19 感染病例的 2794 张
图像。另外，我们随机选取 150例未感染病例，7500张 CT
图像作为阴性病例进行训练。测试集包含随机选取的 200
例感染病例的 64711 张图像和 200 例未感染病例的 68041
张图像。

评估指标. 对于分类任务，我们采用了 [26] 建议的被广泛
使用的特异性和敏感性指标对于分割任务，我们使用两个
标准度量，i.e.，Dice 分数 [73] 与 IoU。为了提供更全面的
评估，我们进一步使用了广泛使用的度量——增强对齐度
量 (Eϕ) [74]。

方法对比.在分类任务上，我们比较了有无图像混合技术的
分类模型 [65]。在分割任务上，为了深入评估我们的 JCS 模
型，我们将其与多功能的尖端模型进行比较，i.e.，用于医
学图像的 U-Net [67]，DSS [75]，PoolNet [76]，和用于显
著性检测的 EGNet [77]。

B. 实现细节

在我们的 JCS 中，分类模型和分割模型分别训练。对
于分类模型，我们在 4 个 gpu 上以 256 的批量大小对其
进行训练。为了提高计算效率，将 CT 图像的大小调整为
224×224。我们采用 SGD 优化器，初始学习率为 0.1，每
30 个周期除以 10。分类器训练 100 个周期。在数据增强
方面，我们采用了随机水平翻转和随机裁剪技术，并采用
了图像混合技术 [65]来消除数据的偏差。图像混合的 Beta
分布中的 α 设置为 0.5。对于分割模型，每个小批量中的
CT 图像数始终为 4，并且输入 CT 图像的大小不变，为
512× 512。我们的分割模型的主干是在 ImageNet 上预先
训练的 [38]。两个序列 GAM 中四个空洞卷积的膨胀率分
别为 {1, 3, 6, 9} 和 {1, 2, 3, 4}。初始学习率为 2.5 × 10−5。
The initial learning rate is 2.5× 10−5. 我们采用 poly 学习
率策略，实际学习率将乘以因子 (1− cur_iter

max_iter )
power，其中

power 为 0.9。分割模型进行了 21000 次迭代训练。我们使
用 Adam [78] 优化器，将 β1, β2 分别设置为 0.9 和 0.999。
对于数据增强，我们使用随机水平翻转和随机裁剪。结合
分类模型，对分类训练集进行了像素级标注预处理。
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Table IV
不同阈值下分类模型的敏感性和特异性。在最终设置中，我们将

阈值设置为 25（灰色行）。
No. Threshold Sensitivity Specificity
1 15 96.0% 91.5%
2 20 95.0% 92.0%
3 25 95.0% 93.0%
4 30 94.5% 93.5%

C. 结果

可解释分类的激活映射. Fig. 9显示了在有或没有图像混合
的情况下训练的分类分支的激活映射（AM）的可视化 [65]。
首先，我们训练了我们的分类模型，并在敏感性和特异性
方面取得了良好的性能。但是我们发现，我们的分类模型
中的 AM 最初是用随机水平翻转和随机裁剪（Fig. 9 (a)）
训练的，不仅覆盖了病变区域，而且呈现出不相关的区域。
如果这个问题不解决，分类网络过拟合的自动诊断系统对
临床诊断是非常有害的。为了解决这个问题，我们研究并
确定了图像混合技术可以解决这个问题。通过引入图像混
合技术 [65]，我们的分类模型的 AM 提供了更准确的混浊
区域位置，如 Fig. 9 (b) 所示。另外 Fig. 9 (c) 表示在像
素级监督的帮助下训练的模型的 AM（分割损失 Lseg 在
§III-A4中介绍）模型的 AM 对浑浊的定位更加准确和特
异。然而，在分类性能上增加分割损失 Lseg 的改进可以忽
略，这可能是由于饱和分类精度的原因（No.3, Table IV）。

可解释分类的性能.在推理过程中，AM辅助医学专家使用
JCS 系统判断预测是否正确。对于每一个病人，在一些 CT
图像中可以发现混浊，许多图像可能没有混浊。所以我们
为分类设置了一个阈值。当可疑患者的 CT 图像数大于阈
值时，患者被诊断为 COVID-19阳性。通过改变阈值，我们
的模型可以在敏感性和特异性之间进行权衡。Table IV显
示了在我们的 COVID-CS 数据集的测试集上不同阈值下
分类模型的结果。可以看出，该模型对阈值的变化具有很
强的鲁棒性，当阈值为 25 时，该模型的灵敏度达到 95.0%，
特异性为 93.0%。然而，AM 不能提供准确的混浊区域分
割（如果有的话）。随后，我们进一步利用我们的分割模型
来发现 COVID-19 患者的 CT 图像中的混浊区域。

分割分支中 EFM 和 AFF 消融实验. In §III-B 我们引入
了两个新的分割模块 EFM 和 AFF。EFM 的目的是提高
编码器在分割分支中的表示能力。在特征融合阶段，采用
AFF 算法，较小尺寸的特征图更受重视，而传统的融合策
略对输入的特征图一视同仁。EFM 和 AFF 的消融研究如
Table V所示。第一个结果是没有 EFM 和 AFM 的基准性

Table V
分割模型中 EFM 和 AFF 的消融实验。基线是基于 VGG16 的分割模
型，没有 EFM&AFF（No. 1）。我们分别添加了 EFM 和 AFF，并展
示了它们的有效性（No.2 和 No.3）。第四个结果是分割模型的完整版

本。

No. EFM AFF Dice IoU Eϕ

1 71.0% 57.7% 88.0%
2 4 74.3% 61.4% 88.9%
3 4 75.9% 63.4% 90.9%
4 4 4 77.5% 65.4% 92.0%

Table VI
分割模型与分类模型相结合的消融研究。基准分割结果仅使用分割模型
（No.1）生成。在添加分类模型的特征之后，我们在 Dice 度量（No.2）

方面实现了 1.0% 的改进。

No. SEG +CLS Dice IoU Eϕ

1 4 77.5% 65.4% 92.0%
2 4 4 78.5% 66.4% 92.7%

能。在将所提出的 EFM 和 AFF 分别应用于基准之后，性
能在 Dice度量方面分别提高了 3.3因此，EFM和 AFF对
分割分支都有很大的帮助。当结合 EFM 和 AFF 时，我们
在 Dice 度量方面获得了 6.5 在 IoU 和 E-measure [74] 度
量方面的改进与 Dice 度量类似。因此，本文提出的 EFM
和 AFF 对分割模型是非常有益的。

分割模型与分类模型相结合的消融实验.如 §III-B4中所述，
将分类模型与分割模型相结合，得到更丰富的特征。为了
验证这样的选择，我们运行了如 Table VI中所示的实验。
基准是单一分割模型（No.1, Table VI）。但我们也观察到
分类模型和分割模型的组合选择（No.2, Table VI）在 Dice
度量方面有 1.0% 的改进，并且表明分类模型的特征可以
帮助分割模型预测更好的结果。
分割性能比较. Table VII 列出了 4 种最新的分割方法和
我们的分割模型的定量比较。可以看出，该模型在所有三
个指标上都取得了最好的结果。与第二名的 PoolNet [76]
相比，它在 Dice 得分、IoU 和 Eϕ 上分别提高了 8.8%、
10.5% 和 8.8%。另外, PoolNet [76] 和 EGNet [77] 在 3 个
指标上获得了相似的结果。U-Net在 IoU上比 DSS [75]的
表现好，尽管它们在 Dice 得分上相当。Fig. 10显示了比
较方法的定性结果。可以看出，其他竞争者在轻度、中度
和重度 COVID-19 感染的 CT 图像中对病变区域的预测
不准确甚至错误。但是我们的分割模型正确地发现了所有
COVID-19 感染水平上的整个病变区域。
为了进一步研究它的稳定性，我们在分割测试集上对

我们的分割模型进行了统计分析。图 Fig. 11 (a) 显示了本
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CT image GT Ours PoolNet [76] EGNet [77] DSS [75] U-Net [67]

Figure 10. 不同方法在分割测试集上的定性比较 。第一行、第二行和第三行分别显示轻度、中度和重度 COVID-19 患者不同病变
区域的 CT 图像对比结果。

Table VII
分割测试集的定量结果。

Methods Publication Dice IoU Eϕ

U-Net [67] MICCAI’15 65.1% 54.1% 79.7%
DSS [75] TPAMI’19 65.7% 51.7% 79.9%

EGNet [77] ICCV’19 69.3% 55.4% 83.6%
PoolNet [76] CVPR’19 69.7% 55.9% 83.9%
JCS (Ours) Submit’20 78.5% 66.4% 92.7%

(a) (b)

Figure 11. 在分割测试集上对我们的分割模型进行统计分析 . （a）每
个 CT 图像的混浊区域与相应 Dice 评分之间的关系。（b）病损计数与
Dice 得分概率分布的关系。

模型的 Dice 评分与 CT 图像混浊区域的相关性。请注意，
由于 ≥ 8000mm2 不透明区域的 CT 图像只占所有 CT 图
像数量的 1.0%, 它们未绘制在 Fig. 11 (a) 中。我们观察到
95.9% 的 CT 图像的 Dice 评分为 [0.6, 1]，而其他 3.3% 的

CT 图像的 Dice 评分在 [0.1, 0.6� 之间，被认为是不良病
例。CT 图像中只有 0.8% 的图像 Dice 得分低于 0.1，以失
败病例为例。我们还从不同的角度探讨了每个切片的病变
计数与 Dice 评分之间的关系。如图 Fig. 11 (b) 所示，CT
图像中的病灶计数对 Dice评分的概率分布影响不大。对于
4 种不同的病变计数，中位 Dice 得分高于 0.8，95.0% 置
信区间为 [0.5, 1]。我们还观察到失败病例的病变计数 ≤ 2。
在分割病变区域方面的持续良好性能和低失败概率（0.8%）
证实了我们的分割模型的稳定性。

诊断用时. 我们 JCS 系统在单张 RTX 2080Ti 上进行速
度测试。假设每个疑似病例都有 300 张 CT 图像，我们
JCS 系统的分类模型只需 1.0 秒左右的时间就可以确定是
否被感染。如果被感染，分割模型将花费 21.0 秒进行细粒
度病变分割。因此，在 JCS 系统中，每个感染病例的系统
成本为 22.0 秒，每个未感染病例的系统成本为 1.0 秒。值
得注意的是，无论病例是否感染，完整的 RT-PCR 检测和
放射科医生的 CT 诊断分别需要 4 小时和 21.5 分钟。

VI. 结论
为了训练用于 COVID-19 诊断的强 CNN 模型，本

文系统地构建了一个大规模的 COVID-19 分类与分割
(COVID-CS) 数据集。我们还开发了一个用于 COVID-19
诊断的联合分类和分割（JCS）系统。在我们的系统中，分
类模型确定了疑似患者是否为 COVID-19 阳性，并提供令
人信服的视觉解释。在 COVID-CS 数据集的分类测试集
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上，该方法具有 95.0% 的灵敏度和 93.0% 的特异性。为了
提供互补的像素级预测，我们实现了一个分割模型来发现
COVID-19 患者 CT 图像中的细粒度病变区域。与竞争方
法相比，e.g.，PoolNet [76]，我们的分割模型获得了 8.8%
的 Dice 得分增益。我们的模型依然十分稳定。在我们的分
割测试集上，其仅在 0.8% 的图像上失效，在 95.9% 的图
像中获得了 [0.6, 1] 的 Dice 得分。我们为 COVID-19 设计
的 JCS 诊断系统的在线演示将很快提供。
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