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摘要

目前的模型很难自动检测或分割融入周围环境
的对象。一个主要的挑战在于，这些前景对象与背景
环境之间的内在相似性，使得深度模型提取的特征
无法区分。为了克服这一难点，一个理想的模型应该
能够从给定的场景中寻找有价值的、额外的线索，并
将其纳入到用于表征增强的联合学习框架中。以此
为启发，本文设计了一个新颖的交互图学习（MGL）
模型，该模型将传统的交互学习思想从规则网格空
间推广至图域。具体来说，MGL 将图像接耦为两个
特定任务的特征图——一个用于大致定位目标，另
一个用于准确捕捉目标的边界细节——并通过图对
它们的高阶关系进行反复推理来充分利用交互的好
处。重要的是，与大多数使用共享函数来建模所有
任务间交互的交互学习方法相比，MGL 配备了处
理不同互补关系的类型化函数用以最大化信息交互。
在多个具有挑战性的数据集（包括 CHAMELEON，
CAMO和 COD10K）上的实验证明本文 MGL的性
能显著优于现有最先进的方法。代码可参考：https:
//github.com/fanyang587/MGL

1. 引言

伪装在自然界中是一项重要的技能，因为它可
以帮助某些动物通过融入周围环境来躲避捕食者。
伪装能力与人类的感知能力密切相关，在过去几十
年里吸引了越来越多的关注。生物和心理学研究表

∗本文为 CVPR’21 论文 [66] 的中文翻译版。
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图 1: MGL示意图。给定图像 (a), MGL使用 ResNet-FCN
作为骨干网络 (b) 分别提取与任务特定的特征用于伪装目标
检测 (COD)和伪装目标感知边缘提取 (COEE)(c)，然后，利
用区域诱导图推理 (RIGR) 模块和边缘约束图推理 (ECGR)
模块的协作，以循环的方式推理它们之间的相互关系 (d)，最
后，将衍化的特征 (e) 映射为最终的预测结果 (f)。

明，人类很难快速发现伪装的动物或物体 [4,48]。一
个可能的原因是人类的视觉系统的原始功能可能被
设计用于识别拓扑属性 [2]，因此很难识别伪装的动
物或物体，这些动物或物体破坏了它们‘真实’身
体的视觉边缘信息。尽管有了这些生物学上的发现，
遗憾的是，在计算机视觉领域如何通过机器来弥补
人类感知的这个“缺陷”仍然是有待探索的课题。

从背景中识别伪装对象，也被称为伪装对象检
测 (COD) [7]，是一个有价值的，但具有挑战性的任
务 [9]。” 捕捉伪装” 在很多现实生活任务中有很好
的前景，包括图像检索 [29]、物种发现 [42]、交通风
险管理、医学图像分析 [10, 12, 58] 等等。然而，现
有的深度模型仍然不能完全解决前景物体与背景环
境内在的视觉相似性。为了克服这一困难，目前的
方法从共享上下文中提取辅助特征来获取额外的知
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识，例如，用于识别 [9] 或分类 [20] 的特征显著地
增强了伪装对象检测的底层表示。尽管他们成功证
明了利用额外的知识对伪装对象检测的益处，但仍
然有三个主要的问题有待解决。首先，COD 任务与
其辅助任务之间的交互影响被忽视或缺乏研究。更
具体地说，由于现有的工作 [9, 20,63] 只利用额外的
信息来指导主任务（即 COD），而忽略了它们之间
重要的协作关系，进而可能导致这类模型陷入局部
最小 [49]。其次，由于交叉任务依赖关系仅在原始坐
标空间中建模，更全局更高阶的知道信息可能被丢
掉。经验表明，当前的 COD模型在严重遮挡以及不
确定边界下将变得无效，因为它们未能将高阶信息
纳入到表征学习过程。最后，根据最近的生物学发
现 [17, 53, 54]，隐藏或伪装的关键因素是边缘破坏。
遗憾的是，现有的方法 [9, 20] 并没有研究如何提高
真实边缘可见性来促进 COD 的表征学习，这会削
弱，至少不能充分利用 COD 模型的学习能力。

针对这些不足，本文提出了一种新颖的交互图
学习模型（MGL），以充分和全面地利用伪装对象
检测（COD）及其辅助任务之间的交互利益。考虑
到边缘破坏是伪装 [17, 53, 54] 的关键因素之一，本
文将伪装对象的边缘提取（COEE）作为一个辅助任
务，并将其纳入到 MGL 中进行交互学习。如图 1所
示，MGL 拥有一个精心设计的交织架构，加强了任
务之间的交互与协作。重要的是，与现有研究中” 天
真地” 融合从两个任务学习的特征不同，MGL 通过
明确推理 COD 和 COEE 两种类型功能之间的互补
关系，精确地利用对应任务中的有用信息来协同增
强表征。为了从 COD 中挖掘语义指导信息并辅助
COEE，本文开发了一种新的区域诱导图推理模块
（RIGR）来推理高级的依赖关系，并从 COD中传递
语义信息来增强 COEE 的底层表示；为了提高真实
边缘的可见性，本文使用了一个新的边缘约束图推
理模块（ECGR）来显式地合并 COEE 的边缘信息，
反过来更好地指导 COD的表征学习。重要的是，本
文的 RIGR 和 ECGR 可以以循环的方式递归地挖
掘交互的益处，并互相吸收有价值的信息。

本文在多个数据集上与强基准以及当前最先进
的方法进行对比实验，证明了 MGL 的有效性。实

验结果清晰地表明了 MGL 在伪装目标检测中挖掘
交互指导信息的优越性。本文的贡献归纳如下：

• 一种新颖的基于图的、互学习的伪装目标检测方
法。据我们所知，这是第一次尝试利用两个密切
相关的任务（即 COD 和 COEE）之间的相互引
导知识，并利用基于图的技术来实现伪装目标检
测。该方法能够捕获语义引导知识和空间支持信
息，从而相互促进两个任务的检测性能。

• 精心设计的基于图形的交互功能，以充分挖掘类
型化的指导信息。和传统的交互学习方法不同，
本文的 MGL 集成了两个不同的基于图的交互模
块来推理类型关系：用于从 COD 挖掘语义指导
信息以协助 COEE 的 RIGR，以及用于合并真实
边缘先验以增强 COD 的底层表征的 ECGR。

• 在广泛使用的基准上的最好结果。 MGL 在多个
数据集上创下了新纪录，如 CHAMELEON [47],
CAMO [20] 以及 COD10K [9]，并大幅超过了现
有 COD 模型的性能。

伪装目标检测。伪装目标检测（COD）任务 [21,36,38]
通过推动通用或显著目标检测 [13, 22–24, 27, 28, 32,
33, 41, 46, 55, 70, 72, 75] 的边界将目标隐藏至周围环
境，对研究工作提出了新的挑战。Fan 等人 [9] 提出
了搜索和识别网络（SINet）来解决这一挑战，SINet
首先粗略的搜索伪装目标，然后对其进行分割。Le
等人 [20] 引入了 Anabranch Network（ANet） [20]，
该网络将分类信息整合到表征学习中。Yan等人 [63]
提出了 MirrorNet，使用实例分割和对抗攻击来解决
COD 任务。这类仿生模型背后的共同想法是，探
索并集成额外的线索到表征学习中，以大幅优于传
统的通用目标检测（GOD）方法和显著性目标检测
（SOD）方法 [11,13,16,27,31,44,45,69,73]。与之前
的研究不同，本文使用了一个统一的、基于图的模
型，通过综合推理多层次关系来同时执行伪装目标
检测（COD）和伪装目标边缘检测（COEE）。
图卷积网络。GCNs是图数据分析的有力工具，而且
已经产生了许多的应用 [35, 39, 56, 60, 61, 64, 68]。在
（通用或显著性）目标检测方面，GCNs 用于检测或
者分割图像、视频或点云中的 2D/3D 目标 [50, 52]。
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图 2: 交互图学习框架（单个阶段，S-MGL）示意图。流程图的主要组成部分如 (a) 至 (e) 所示。CGI 代表交叉图交互模块，
ESG-Conv 代表边缘支撑图卷积，是信息交互的关键操作。更多详情请参考2。

文献 [3, 25] 使用图卷积对长上下文进行建模来完成
语义分割。Wu 等人 [57] 利用一个双向图来挖掘对
象和背景之间的语义关系和共现。Luo 等人 [34] 引
入了一个级联图模型，利用多尺度、跨模态信息进行
显著性目标检测。文献 [68] 引入了一种基于注意图
聚类的自适应 GCN 模型进行联合显著性检测。针
对伪装目标检测任务，本文引入两个新颖的基于图
的模块（RIGR 和 ECGR）以充分推理不同层次间
的 COD 和 COEE 互补信息，进而更好地从图像中
学习表征，克服多重挑战。

2. 本文的方法

2.1.预备知识

动机。本文的方法受到生物学研究启发 [17, 53, 54]：
获取真实的身体或目标性状是捕捉伪装的关键。然
后，理想的伪装目标检测模型应该能够很好地检测
到目标的真实边缘，更重要的是，将这些信息纳入
至一个联合学习框架。直观地说，通过在一个统一
的、基于图的网络中传播信息，所有相关的任务都
可以相互受益。

问题形式化。设权重参数为Θ的函数MΘ 表示 COD
模型，该函数接收图像 I 作为输入，同时产生伪
装对象区域图 C ∈ [0, 1] 以及伪装对象边缘区域
图 E ∈ [0, 1]，C 和 E 分别反映了每个像素属于伪
装目标及其边缘的概率。给定打好标签的训练数据

集 {Ii, Ci, E
t
i}Ni=1，网络学习的目标是通过充分利用

COD 和 COEE 之间的交互益处来学习参数Θ，其
中 Ii 是训练图像，Ci 是该图像对应的伪装目标区域
图真值，Ei 代表伪装目标边缘图真值，Ei 可以自动
从 Ci 生成得到。

2.2.概述

MGL 包含三个主要的模块：多任务特征提取模
块 (MTFE)，区域诱导图推理 (RIGR) 模块以及边
缘约束图推理 (ECGR) 模块。

• MTFE。给定输入图像 I ∈ RH×W×3, 一个多任务
骨干网络 fMTFE 被解耦为两个特定任务的表征：
用于粗略检测对象的 FC ∈ Rh×w×c 以及用于正
确捕获其真实边缘的 FE ∈ Rh×w×c。

• RIGR。在这一阶段，首先通过图投影操作 fGproj

将 FC 和 FE 转换为样本依赖的语义图 GC =

(VC , EC)以及 GE = (VE , EE)，其中具有相似特征
的像素形成一个顶点，边度量特征空间中顶点之
间的关系。然后，使用跨图交互模块（CGI）fCGI

捕获 GC 和 GE 之间的高级依赖关系，并将语义信
息从 VC 传递到 VE：V ′

E = fCGI(VC ,VE)。然后图
推理操作 fGR 使用图卷积 [18] 产生演化的图表
征 VC 和 V′

E。最后将 VC 和 V′
E 逆映射回原始坐

标空间：F̂C = fRproj(VC) 以及 F̆E = fRproj(V′
E)。
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图 3: CGI.CGI 促进跨图（任务）交互，并将 COD 的信息
传递至用于学习 COEE 的演化图表征。

• ECGR。在空间关系分析之前，F̆E 首先被输入
到边缘分类器 fEC 中以获得伪装对象的边缘映射
E。此外，模型还将 F̆E 和 F̂C 融合（例如通过
concatenate) 形成一个用于 COD 的新特性映射
F′
C，然后在 E的指导下，使用一个新的边缘支撑
图卷积 (ESG-Conv) 编码边缘信息并增强 F′

C 以
便更好的定位对象：F̆C = ESGConv(F′

C ;Ge(E))，
Ge(E) 表示以 E 为条件的边缘支撑图。最后，将
F̆C 输入至分类器获得最终的预测结果 C。

图 2是本文方法的概况图。MGL 利用两个新的模
块（如 RIGR 和 ECGR）在多层交互空间中推理了
COD 和 COEE 之间的关系。在表征学习过程中通
过明确推理它们之间的关系，可以直观地精确传播
有价值的相互引导信息。值得一提的是，RIGR 和
ECGR 可以连续堆叠，以实现循环性的相互学习。

2.3.交互图学习

接下来本文详细介绍多任务特征提取（MTFE），
区域诱导图推理（RIGR）以及边缘约束图推理
（ECGR）模块。
多任务特征提取 (MTFE)。 fMTFE 接受图像作为
输入，产生两个特定任务相关的特征图：一个用于
COD，另一个用于 COEE。具体来说，给定一张输
入图像 I ∈ RH×W×3，使用一个多任务的骨干网络
（一个以 ΘMTFE 为参数的多分支 ResNet 的全联接
网络）同时获得 COD(FC) 和 COEE (FE) 的表征：

FC = fMTFE(I; ΘMTFE), FE = fMTFE(I; ΘMTFE),

(1)
其中 FC ∈ Rh×w×c 和 FE ∈ Rh×w×c 是分别用于

COD 和 COEE 的 h× w 空间分辨率，c 通道特征，
因此可以很好的保存空间信息和高级语义信息。
边缘诱导图推理 (RIGR)。RIGR 旨在推理 COD 内
部以及 COD 和 COEE 之间的区域诱导语义关系，
而不考虑局部细节。它包含 4 个操作：(1) 图映射
fGproj，(2) 跨图交互 fCGI，(3) 图推理 fGR 以及 (4)

图逆映射 fRproj。
(1) 图映射fGproj。给定输入特征 FC ∈ Rh×w×c 或者
FE ∈ Rh×w×c，首先使用 1× 1 卷积层将它们变换至
低维特征，用 Fl

C ∈ R(h×w)×C 或者 Fl
E ∈ R(h×w)×C

表示。其次，使用 fGproj 将特征向量 Fl
C 或 Fl

E 变
换至图节点表征，即 VC ∈ RC×K 或 VE ∈ RC×K。
参考 [26, 67]，本文将 fGproj 参数化为 W ∈ RK×C，
Σ ∈ RK×C，W 的每一列 wk 代表第 k 个节点的可
学习的聚类中心。具体来说，每个节点的表示可以
按如下方式计算：

vk =
v′k

||v′k||2
, v′k =

1∑
i q

i
k

∑
i

qik(fi − wk)/σk, (2)

其中 σk 是 Σ 的列向量，v′k 是特征向量 fi 和 v′k 之
间残差的加权平均值。vk 是第 k 个节点的表征，也
是特征矩阵 V 的第 k 列。qik 是特征向量 fi 对 wk

的软赋值，可由下式计算：

qik =
exp(−||(fi − wk)/σk||22/2)∑
j exp(−||(fi − wj)/σj ||22/2)

, (3)

其中 ‘/’为元素级除法。本文通过测量节点内部表征
之间的关系来计算图邻接矩阵：Aintra = fnorm(VT ×
V) ∈ RK×K，fnorm 为归一化操作。
(2)跨图交互fCGI。fCGI 建模图间的交互，并引导图间
信息从 VC 传递至 VE。这一目标使我们从 non-local
操作 [51] 中获得灵感，利用注意力机制计算图间的
依赖关系。首先，如图 3所示，本文使用不同的多
层感知机（MLPs） [43] 将 VC 变换至 key Vθ

C 以及
value Vγ

C，将 VE 变换至 query Vκ
E。然后相似性矩

阵 Ainter
C→E ∈ RK×K 用矩阵乘法计算得到：

Ainter
C→E = fnorm(Vκ

E
T × Vθ

C), (4)

where Ainter
C→E ∈ RK×K。在此之后，可以用以下公式

将语义信息从 VC 传递至 VE：

V ′
E = fCGI(VC ,VE) = χ(Ainter

C→E × Vγ
C

T
) + VE , (5)
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其中 χ 作为权重参数来调整 CGI 关于 VE 的重要
性。
(3) 图推理fGR。在执行图间交互之后，本文使用 VC

和 V ′
E 作为输入来进行图内推理，以增强图表征。

fGR 可以由图卷积实现 [18]：{
VC = fGR(VC) = g(Aintra

C VCWC) ∈ RC×K ,

V′
E = fGR(V ′

E) = g(Aintra
E V ′

EWE) ∈ RC×K ,
(6)

其中 g(·) 是非线性激活函数，WC 和 WE 是图卷积
层的可学习参数，Aintra

C 和 Aintra
E 分别是 VC 以及

V ′
E 的邻接矩阵。

(4) 图逆映射 fRproj。为了将增强的图表征映射回原
始坐标空间，回顾图投影步骤中的赋值矩阵。设
COD 的赋值矩阵表示为 QC = [qCk]

(K−1)
k=0 ，其

中 qCk = [qC
i
k]

(h×w)−1
i=0 ，COEE 的赋值矩阵表示为

QE = [qEk]
(K−1)
k=0 ，其中 qEk = [qE

i
k]

(h×w)−1
i=0 。图逆映

射 fRproj 可被公式化为：{
F̂C = QCVT

C + Fl
C , QC ∈ R(h×w)×K ,

F̆E = QEV′T
E + Fl

E , QE ∈ R(h×w)×K ,
(7)

其中 F̂C ∈ R(h×w)×C 和 F̆E ∈ R(h×w)×C 分别是增强
后用于 COD 和 COEE 的特征图。
边缘约束图推理 (ECGR)。为了进一步从 COEE 中
提取有效信息以指导 COD 的表征学习，ECGR 侧
重于边缘压缩关系推理。ECGR 的思路如图 4所示。
(1) 目标。ECGR 的目标是使模型具有明确的边缘感
知能力，从而准确地定位对象。我们期望通过显式地
感知和编码边缘的信息来更新 F̂C。为实现这个目标，
本文首先直接融合（如 concatenate）F̆E 和 F̂C 生

成增强后的用于 COD 的特征图，然后以 E 为条件，
使用一个新颖的边缘支撑图卷积 (ESG-Conv) 来更
新这个特征。接下来，文章将描述边支撑图 Ge(E)
以及与之对应的图卷积 ESG-Conv。
(2) 支撑顶点生成。构建 Ge(E) 的第一步是产生基于
边缘的节点特征。首先，一个全连接层被用来将 F̂E

映射至一个伪装对象边缘图 E ∈ Rh×w×1。其次，如
图 4所示，模型以一种‘soft’方式用注意力机制
得到规则网格里和边缘相关的特征：Fe = E ⊗ F′

C，
其中 ⊗ 代表通道级乘法。最后，使用图映射操作
fGproj 将 Fe 变换至 z 个基于边的节点特征，表示为
Pe = {pe1, · · · , pez}。
(3) 边缘支撑图卷积 ESG-Conv。将边缘支撑图 Ge(E) =
(Ve, Ee) 构造为 k 最近邻（k-NN）图 [52] 以连接
F′

C 和 Pe，Ve 和 Ee 分别代表顶点和边。具体来
说，本文把每个特征向量 f ′c

i ∈ F′
C 作为中心节点，

{pcj : (i, j) ∈ Ee} 作为其边缘支撑节点。边特征 ei,j
定义如下：

ei,j = hϕ(f
′c
i , pcj) = fConv(f

′c
i − pcj), (8)

其中 hϕ 是以可学习参数 ϕ为参数的非线性函数。第
i-th 个特征或顶点的 ESG-Conv 输出为：

f̆i = max
j:(i,j)∈Ee

hΦ(f
′c
i , ei,j), (9)

其中 hΦ 表示用以学习节点特征的以 Φ 为可学习参
数的函数，f̆i ∈ F̆C 为演化表征。使用 ESG-Conv
边缘信息可以显式地编码至底层表征中，即 F̆C =

ESGConv(F′
C ;Ge(E))。

循环学习过程。为了充分利用 COD 和 COEE 之间
的相互利益，MGL 还可以按以下方式循环学习：{

F̆(t+1)
E = fRIGR(F̆(t)

C , F̆(t)
E ),

F̆(t+1)
C = fECGR(F̆(t)

C , F̆(t+1)
E ,E(t+1)),

(10)

其中 fRIGR 和 fECGR 分别代表 RIGR 和 ECGR。
注意当 t = 1 时，F̆(1)

C = fMTFE(I; ΘMTFE)，F̆(1)
E =

fMTFE(I; ΘMTFE)。

2.4.实现细节

本文提供了 MGL的两个版本。一种是 S-MGL，
它是只挖掘一次互信息的单阶段模型。另一种 R-
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表 1: 不同数据库上的定量结果。‘†’ 为 GOD 和 SOD 的最先进方法。↑ (or ↓) 表示越高（或越低）越好。评测网页：link.
CHAMELEON [47] CAMO-Test [20] COD10K-Test [9]

Methods Sα ↑ Eϕ ↑ Fw
β ↑ M ↓ Sα ↑ Eϕ ↑ Fw

β ↑ M ↓ Sα ↑ Eϕ ↑ Fw
β ↑ M ↓

2017 FPN † [27] 0.794 0.783 0.590 0.075 0.684 0.677 0.483 0.131 0.697 0.691 0.411 0.075
2017 MaskRCNN † [13] 0.643 0.778 0.518 0.099 0.574 0.715 0.430 0.151 0.613 0.748 0.402 0.080
2017 PSPNet † [69] 0.773 0.758 0.555 0.085 0.663 0.659 0.455 0.139 0.678 0.680 0.377 0.080
2018 UNet++ † [74] 0.695 0.762 0.501 0.094 0.599 0.653 0.392 0.149 0.623 0.672 0.350 0.086
2018 PiCANet † [31] 0.769 0.749 0.536 0.085 0.609 0.584 0.356 0.156 0.649 0.643 0.322 0.090
2019 MSRCNN † [16] 0.637 0.686 0.443 0.091 0.617 0.669 0.454 0.133 0.641 0.706 0.419 0.073
2019 PoolNet † [30] 0.776 0.779 0.555 0.081 0.702 0.698 0.494 0.129 0.705 0.713 0.416 0.074
2019 BASNet † [45] 0.687 0.721 0.474 0.118 0.618 0.661 0.413 0.159 0.634 0.678 0.365 0.105
2019 PFANet † [71] 0.679 0.648 0.378 0.144 0.659 0.622 0.391 0.172 0.636 0.618 0.286 0.128
2019 CPD † [59] 0.853 0.866 0.706 0.052 0.726 0.729 0.550 0.115 0.747 0.770 0.508 0.059
2019 HTC † [1] 0.517 0.489 0.204 0.129 0.476 0.442 0.174 0.172 0.548 0.520 0.221 0.088
2019 EGNet † [70] 0.848 0.870 0.702 0.050 0.732 0.768 0.583 0.104 0.737 0.779 0.509 0.056
2019 ANet-SRM [20] ‡ ‡ ‡ ‡ 0.682 0.685 0.484 0.126 ‡ ‡ ‡ ‡
2020 MirrorNet [63] ‡ ‡ ‡ ‡ 0.741 0.804 0.652 0.100 ‡ ‡ ‡ ‡
2020 PraNet [10] 0.860 0.898 0.763 0.044 0.769 0.833 0.663 0.094 0.789 0.839 0.629 0.045
2020 SINet [9] 0.869 0.891 0.740 0.044 0.751 0.771 0.606 0.100 0.771 0.806 0.551 0.051
S-MGL (ours) 0.892 0.921 0.803 0.032 0.772 0.850 0.664 0.089 0.811 0.851 0.655 0.037
R-MGL (ours) 0.893 0.923 0.813 0.030 0.775 0.847 0.673 0.088 0.814 0.865 0.666 0.035

MGL 包括执行两个循环阶段的循环学习过程。具体
实现如下：

多任务特征提取器。参考已有方法 [9], 本文使用在
ImageNet [19] 上预训练的 ResNet-50 [14] 作为骨
干网络。本文使用扩展版本 [65] 以保证 COD 特征
（FC）的分辨率为 60×60。为提取 COEE（FE）特征，
本文首先从 ResNet-50 收集一组 side-output 特征
{Sk}5k=2，然后使用双线性上/下采样保证这些特征
拥有相同的分辨率 60×60，最后用一个 concatenate
层以及一个 1× 1 卷积层将它们融合。

区域诱导图推理模块。本文参考 [26] 设计并实现
fGproj，并将 FC 和 FE 分别编码至 K = 32 个语义
节点（如表 4所示）。fCGI 中的传递函数用 MLPs
（1× 1 convolution）实现。在 RIGR 中，用公式 4来
建立图间的关系，用公式 5来获取从 VC 传递至 VE

的语义指导信息，并产生用于 V ′
E 的演化图表征 V′

E。
fGR 用 GCNs [18] 实现，fRproj 利用公式 7复用赋值
矩阵实现图逆映射。

边缘约束图推理模块。对于边缘支撑节点的个数，可
以从实验中观察到当 z = 32 时，模型可以在速度和
准确度之间取得较好的平衡（参考表 4）。公式 8中
的 hϕ(·) 可以使用元素级减法以及一个 1 × 1 的卷
积简单实现。公式 9中的 hΦ(·) 连接边缘和节点，即
f ′c
i & ei,j，再使用一个 1 × 1 的卷积层融合以产生

f̆i ∈ F̆C。

分类器和损失函数。获得演化的表征 F̆(t)
E 和 F̆(t)

C 之
后，本文使用 1×1卷积层分类器将它们分别映射到
相应的输出 E 和 C。在训练过程中，本文使用双线

性插值将输出概率图上采样至原始图像尺寸以计算
损失，并且，在两个任务中均使用交叉熵损失 [5]：

L = Lc
CE(C,GC) + γLe

CE(E,GE), (11)

其中 GC 和 GE 为真值标签，γ 为融合权重。实验
中设置 γ = 1。

3. 实验

3.1.实验设置

数据集：本文在以下公开数据集上完成实验：

• CHAMELEON [47] 包含 76 张人工逐像素标注
好的高分辨率图像。CHAMELEON 数据集中的
所有图像都从互联网收集得到。

• CAMO [20] 是一个包含 8 个类别共有 2500 张图
像的集合。在这个数据集中，自然伪装的对象和
人工伪装的对象都用精细的标签标注。

• COD10K [9] 是最大的 COD 数据集。它包含 10

个大类以及 78 子类，共计 10, 000 张图像。所有
图像均来自于摄影网站。

本文的训练集是由 [7] 提供的 CAMO 和 COD10K
训练集的组合。
评价指标：参考 [9, 20]，本文使用平均绝对误
差 (MAE) 作为评价指标。此外，平均 E-measure
(Eϕ) [8], S-measure (Sα) [6] 以及加权 F-measure
(Fw

β ) [37] 也用做评价指标。为了评价辅助任务
COEE，本文还采用了 ODS 和 OIS 指标 [62]。评
测工具参考：https://github.com/DengPingFan/
CODToolbox。
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表 2: 本文方法在 CHAMELEON,CAMO 测试集和 COD10K 测试集上的消融实验。
Candidate CHAMELEON [47] CAMO-Test [20] COD10K-Test [9]

ResNet-50 RIGR ECGR RL Sα ↑ Eϕ ↑ Fw
β ↑ M ↓ Sα ↑ Eϕ ↑ Fw

β ↑ M ↓ Sα ↑ Eϕ ↑ Fw
β ↑ M ↓

✓ 0.767 0.799 0.535 0.094 0.742 0.786 0.538 0.130 0.729 0.692 0.436 0.079
✓ ✓ 0.844 0.863 0.686 0.055 0.766 0.828 0.611 0.104 0.785 0.758 0.557 0.052
✓ ✓ ✓ 0.892 0.921 0.803 0.032 0.772 0.850 0.664 0.089 0.811 0.851 0.655 0.037
✓ ✓ ✓ ✓ 0.893 0.923 0.813 0.030 0.775 0.847 0.673 0.088 0.814 0.865 0.666 0.035

表 3: 不同底层特征增强算法的定量结果。
CAMO-Test [20] COD10K-Test [9]

Method Sα ↑ Eϕ ↑ Fw
β ↑ M ↓ Sα ↑ Eϕ ↑ Fw

β ↑ M ↓
Baseline (ResNet-50 FCN) 0.742 0.786 0.538 0.130 0.729 0.692 0.436 0.079
Baseline + NL [51] 0.748 0.791 0.541 0.122 0.731 0.711 0.459 0.073
MTFE + MUL [40] 0.751 0.799 0.551 0.118 0.736 0.721 0.498 0.070
S-MGL (ours) 0.772 0.850 0.664 0.089 0.811 0.851 0.655 0.037
R-MGL (ours) 0.775 0.847 0.673 0.088 0.814 0.865 0.666 0.035

训练设置：在训练过程中，使用在 ImageNet [19] 预
训练的 ResNet-50 [14] 初始化 MTFE，其余的层或
模块随机初始化。本文对所有数据使用数据增强技
术，如随机裁剪、左右翻转以及在 [0.75, 1.25]范围内
缩放。本文使用带’poly’学习率调整策略的随机梯度
下降（SGD）算法：lr = base_lr×(1− iter

maxiter
)power。

初始的学习率 base_lr=10−7，power = 0.9

复现：本文的 S-MGL and R-MGL 基于 PyTorch
实现。为使用更大的 batch，模型在 NVIDIA Tesla
V100 GPU 上完成训练。在测试阶段，所有的模型
都在 12G显存的 NVIDIA GTX Titan X GPU上完
成测试。

3.2.与最先进方法的对比

Baselines/SOTAs：参考 [9]，首先在相关或相近的领
域选择强有力的取得了最先进性能的基准模型，如
GOD 和 SOD。此外，近期公开的所有用于 COD
的方法都用于对比。总之，本文将方法（S-MGL 和
R-MGL）与 16 个 SOTAs 进行了比较，这些方法是
在它们推荐的参数设置下，使用与本文相同的训练
集训练得到。
在 CHAMELEON 数据集上的性能：表 1报告了在
CHAMELEON 数据集上与 14 个最先进方法的对
比。为公平对比，所有的模型都使用相同的训练集
用于训练。可以看出，和其他所有工作相比，本文
的 S-MGL 在所有指标上都取得了更好的性能。和
当前最先进的方法 SINet [9] 相比，S-MGL 显著的
降低了 27.3%MAE并提升了 8.5% Fw

β 。循环学习模
型 R-MGL 进一步提升了性能，并刷新了最新的记

表 4: 不同参数的消融实验影响。‘K’ 代表语义节点个数；‘z’
代表边缘支撑节点个数；‘t’是MGL模型中循环学习的次数。

CAMO-Test [20] COD10K-Test [9]
Method Sα ↑ Eϕ ↑ Fw

β ↑ M ↓ Sα ↑ Eϕ ↑ Fw
β ↑ M ↓

S-MGL (K=16, z=32) 0.771 0.832 0.661 0.092 0.805 0.832 0.638 0.042
S-MGL (K=32, z=32) 0.772 0.850 0.664 0.089 0.811 0.851 0.655 0.037
S-MGL (K=64, z=32) 0.774 0.849 0.661 0.089 0.809 0.854 0.648 0.037
S-MGL (K=32, z=16) 0.772 0.843 0.662 0.090 0.804 0.837 0.640 0.040
S-MGL (K=32, z=32) 0.772 0.850 0.664 0.089 0.811 0.851 0.655 0.037
S-MGL (K=32, z=64) 0.773 0.848 0.666 0.089 0.807 0.855 0.657 0.037
R-MGL (K=32, z=32, t=1) 0.772 0.850 0.664 0.089 0.811 0.851 0.655 0.037
R-MGL (K=32, z=32, t=2) 0.775 0.847 0.673 0.088 0.814 0.865 0.666 0.035
R-MGL (K=32, z=32, t=3) 0.773 0.848 0.672 0.088 0.815 0.862 0.661 0.036

录。显然，本文的解决方案可以明显克服伪装场景
中的模糊性，并提供比现有方法更可靠的结果。

在 CAMO 数据集上的性能：本文还在 CAMO 测试
集上和当前最先进的方法进行了对比。从表 1中可
以看出，本文的 S-MGL 和 R-MGL 明显优于其他
解决方案。这是因为本文的模型可以充分利用交互
的益处并确保模型的可靠性以克服复杂场景中的严
重遮挡和难以定义边界的问题。

在 COD10K 数据集上的性能：在最大的数据集
COD10K 测试集上，本文的解决方案在所有评价
指标下取得了最新的记录。特别地，S-MGL 大幅超
过了当前最好的模型，其中 Sα=81.1%，Eϕ=85.1%，
Fw
β =65.5%，并且刷新最优的MAE至 0.037。R-MGL
进一步提升了性能。强有力的基于图的交互模块使
本文的模型能够很好的与辅助任务 COEE 一起工
作，以克服 COD 中的所有挑战。图 5展示了部分可
视化样例。

辅助任务 (COEE)：我们相信本文模型中的交互学
习也可以显著地辅助伪装目标边缘检测（COEE）。
为了验证这一点，本文将 MGL 和著名的 HED [62]
及其改进版本 DSS [15] 做了对比，此外还比较了强
多任务基准 MUL [40]。所有的模型都使用同样的训
练集训练。如表 5所示，本文的 S-MGL 和 R-MGL
在该任务重取得了比现有模型更好的结果，这表明
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(a) Image (b) GT (c) MGL (ours) (d) SINet (e) EGNet (f) POOLNet (g) PFANet

图 5: 不同模型之间的定性对比：(c) 本文的方法 (R-MGL), (d) SINet [9], (e) EGNet [70], (f) POOLNet [30], 和 (g)
PFANet [71]。显然，本文的方法可以更好地发现隐藏的目标以及更明确的边界。

表 5: 伪装目标边缘检测在 CAMO 测试集和 COD10K 测
试集上的结果对比。

CAMO-Test [20] COD10K-Test [9]
Method ODS OIS ODS OIS
HED [62] 0.315 0.318 0.294 0.313
DSS [15] 0.316 0.336 0.347 0.372
Res50-FCN 0.509 0.511 0.505 0.524
MTEF + MUL [40] 0.521 0.539 0.516 0.534
S-MGL 0.536 0.545 0.535 0.557
R-MGL 0.543 0.551 0.540 0.558

本文的解决方案不仅提高了主任务（COD）的性能，
还提高了辅助任务（COEE）的性能。图 6展示了部
分可视化样例。

3.3.消融实验

RIGR和 ECGR的有效性：为了验证 RIGR的作用，
本文使用 ResNet50-FCN 作为基准网络。首先，如
表 2所示，和基准网络在所有的数据集上相比，RIGR
都使模型获得了一定的性能提升，这证明了 RIGR
的有效性。此外，加入 ECGR 后，可以进一步提升
准确度。因此，提高真实边缘可见性的重要性是显
而易见的，可以使模型具有更强的克服 COD 任务
所面临困难的能力。此外，本文还仔细研究了 RIGR
和 ECGR 中不同参数的影响，不同参数设置的详细
对比结果如表 4所示。
循环学习的作用： MGL 可以很容易的被扩展为一

图 6: 本文方法（R-MGL）在 COD10K 测试集上对伪装目
标边缘检测的可视化结果。

个更全面的循环推理过程。表 2表明，使用循环学习
技术可以进一步提高模型的性能。这是因为循环过
程可以用来细化初始结果/特征，从而提高准确性。
此外，根据本文的实验 (表 4)，只使用两个循环步骤
可以确保足够好的性能，并且使 R-MGL 为所有数
据集刷新了新的记录，并大幅超过现有的方法。

交互图学习的优越性：本文进行了全面的实验和比
较，以显示本文所提交互图学习方法的优越性。如
表 3所示，和广泛使用的 non-local（NL）操作相比，
显式互学习（MUL）可以保证更可靠的结果，这表明
挖掘有价值的辅助边缘信息可以帮助模型克服 COD
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任务中严重遮挡和边界不确定等挑战。本文的思想
是将 MUL从规则网格空间拓展至图域。显然，本文
的 S-MGL 和 R-MGL 优于常规 MUL，因为它具有
更强的捕获高阶关系的能力。这些实验表明，深度
挖掘 COD 和辅助 COEE 之间的高阶关系是有意义
的，可以显著提高模型的可靠性，更好地克服具有
挑战性的 COD任务的内在模糊性。此外，通过图来
推理高阶关系也会带来明显的性能改进。

4. 总结与展望

本文提出了一个基于图的联合学习框架交互图
学习（MGL）模型来检测伪装目标以及真实边缘。
该模型介绍了两个新颖的模块：区域诱导图推理
（RIGR）模块和边缘约束图推理（ECGR）模块，它
们可以共同挖掘有价值的互补信息，以提高 COD
的真实边缘可见性。本文还将 MGL 设计为一个循
环推理过程，以充分利用所有有用的信息。大量实
验表明，明确地挖掘真实边缘先验信息有助于克服
COD 任务重固有的困难，如遮挡和边界不可定义
等。另外,MGL 也可以帮助其他相关的计算机视觉
任务，例如需要多源信息以联合表征增强的全景分
割任务。
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